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Melhoria e modelização dos processos de planeamento e previsão da procura numa empresa produtora 

de tintas, num contexto de S&OP 

RESUMO 

Com o aumento da competitividade empresarial e velocidade de inovação, surge cada vez mais a 

necessidade de as empresas disporem de uma maior capacidade para prever o comportamento da 

procura dos seus produtos, aumentando a eficácia e eficiência de todas as áreas de negócio, e 

satisfazendo as necessidades dos seus clientes. Uma boa precisão na previsão da procura torna-se fulcral 

para planear e interligar todos os processos inerentes à cadeia de abastecimento, servindo de suporte 

ao planeamento que coordena as áreas de compras, produção, distribuição e vendas. 

O presente projeto de dissertação, enquadrado no curso do Mestrado Integrado em Engenharia e Gestão 

Industrial da Universidade do Minho, procura contribuir para a melhoria dos diversos processos inerentes 

ao planeamento da procura num contexto S&OP, na empresa CIN, uma empresa cuja atividade é 

centrada na comercialização e produção de tintas e verniz. 

O trabalho desenvolvido nesta dissertação iniciou-se com a avaliação dos processos de planeamento da 

procura, medindo a sua eficácia e eficiência. A precisão das previsões, e a subsequente organização e 

governação do processo de planeamento da procura, foram identificadas como potenciais áreas de 

melhoria conducentes a uma análise crítica das metodologias de previsão utilizadas. Um novo processo 

de planeamento da procura emergiu da análise, apoiado por melhorias em diversas vertentes, entre as 

quais o tratamento de dados históricos, um novo processo para a geração e monitorização de previsões, 

e um novo procedimento para o tratamento de campanhas. Os benefícios das iniciativas foram 

quantificados sempre que possível, de forma quantitativa e qualitativa, destacando-se o aumento de 4% 

na Precisão das previsões, e o aumento da confiança nas mesmas por parte dos elementos da equipa 

de planeamento. 

Todas as ações implementadas no planeamento da procura revelaram simultaneamente benefícios no 

processo de S&OP, onde agregadas ao desenvolvimento de uma dashboard de apoio, oferecerem uma 

maior reatividade da cadeia de abastecimento à presença de variabilidade na procura, uma maior 

eficiência operacional e uma maior coesão entre departamentos. 

PALAVRAS-CHAVE 

Planeamento da Procura, Previsões, S&OP. 
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Improvement and modelling of demand planning and forecasting processes in a paint manufacturer, 

under a S&OP context 

ABSTRACT 

With increasing business competitiveness and speed of innovation, there is a constant need for 

companies to have a greater ability to forecast the behaviour of demand for their products, increasing the 

effectiveness and efficiency of all business areas and satisfying the needs of their customers. Good 

accuracy in demand forecasting is essential to plan and connect all processes inherent to the supply 

chain, supporting the planning that coordinates the purchasing, production, distribution and sales areas. 

This thesis, which is part of the Integrated Master’s in Industrial Engineering and Management at the 

University of Minho, seeks to contribute to the improvement of several processes inherent to the demand 

planning in a S&OP context, at CIN, a company whose activity is centred on the commercialisation and 

production of paints and varnishes. 

The work developed in this thesis began with the evaluation of the demand planning processes, measuring 

their effectiveness and efficiency. The forecasting accuracy and the subsequent organisation of the 

demand planning process were identified as potential areas for improvement leading to a critical review 

of the forecasting methodologies used. A new demand planning process emerged from the analysis, 

supported by improvements in several areas, including the preparation of historical data, a new process 

for generating and monitoring forecasts, and a new procedure for dealing with campaigns. The benefits 

of the initiatives were quantified wherever possible, both quantitatively and qualitatively, highlighting the 

4% increase in the accuracy of the forecasts and the increased confidence in them by the planning team 

members. 

All the actions implemented in demand planning simultaneously revealed benefits in the S&OP process, 

where added with the development of a support dashboard, offer greater reactivity of the supply chain to 

the presence of variability in demand, greater operational efficiency and greater cohesion between 

departments. 

KEYWORDS 

Demand Planning, Forecasting, S&OP. 
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1. INTRODUÇÃO 

A presente dissertação foi desenvolvida no âmbito do Mestrado Integrado em Engenharia e Gestão 

Industrial da Universidade do Minho. Este capítulo tem como objetivo apresentar um breve 

enquadramento do projeto de dissertação, onde são enumeradas as áreas de atuação e objetivos a 

atingir, é descrita a metodologia de investigação utilizada e revelada a estrutura do documento. 

1.1. Enquadramento 

Hoje em dia, com o aumento da competitividade empresarial e velocidade de inovação, surge cada vez 

mais a necessidade de as empresas disporem de uma maior capacidade para prever o comportamento 

da procura dos seus produtos, aumentando a eficácia e eficiência de todas as áreas de negócio, e 

satisfazendo as necessidades dos seus clientes.   

Os métodos de previsão da procura consistem em analisar um conjunto de dados históricos, identificando 

padrões e tendências com vista a projetar um comportamento futuro. Existem várias peças fundamentais 

para uma boa capacidade de elaborar previsões, nomeadamente a identificação dos fatores que afetam 

a procura e a quantidade de dados disponíveis (Hyndman e Athanasopoulos, 2018).  

Uma boa precisão na previsão da procura torna-se fulcral para planear e interligar todos os processos 

inerentes à cadeia de abastecimento, servindo de suporte ao planeamento que coordena as áreas de 

compras, produção, distribuição e vendas. Este planeamento agregado é geralmente denominado de 

Sales & Operations Planning (S&OP) (Affonso et al., 2008). 

O S&OP contribui diretamente para um melhor desempenho da empresa, oferecendo uma maior coesão 

e agilidade à empresa como todo. É também possível verificarem-se melhorias mais detalhadas em 

diversas áreas funcionais no decorrer deste processo (Grimson e Pyke, 2007). A melhoria de 

desempenho proveniente do S&OP traduz-se numa maior capacidade para oferecer uma vasta gama de 

produtos a um vasto público, ao menor custo, e com um elevado grau de personalização. Concisamente, 

a integração das vendas com as operações, sustentada por uma elevada precisão na previsão da procura, 

é uma peça chave para o sucesso das empresas. 

O projeto apresentado nesta dissertação, é desenvolvido na Tintas CIN, um grupo multiempresa cuja 

atividade principal é a produção e comercialização de tintas, vernizes e outros produtos, atuando no 

segmento de mercado decorativo/construção civil, indústria e anti corrosão. A Tintas CIN apresenta um 

elevado número de produtos distintos, estando assim muito dependente da capacidade que a equipa de 
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planeamento da procura apresenta para efetuar previsões dos produtos. A performance das previsões 

terá um impacto muito relevante no nível de serviço apresentado aos clientes, e na eficiência e eficácia 

de todos os processos das diversas áreas funcionais.  

A implementação de um novo software de previsão da procura, aumenta a exigência atribuída à equipa 

de planeamento, obrigando a uma reestruturação de todos os processos já estabelecidos, primando pela 

adaptação às novas ferramentas. Esta transição impõe a criação de diversas análises, desenvolvimentos 

e implementações de novos procedimentos, para que toda a reestruturação revele melhorias 

significativas nas previsões geradas, e, consequentemente, melhorias na performance global da 

empresa. 

Simultaneamente, a empresa incorpora um processo de S&OP que se desenrola trimestralmente. Este 

processo é coordenado pela equipa de planeamento da procura, onde são verificadas algumas 

dificuldades na criação de relatórios de apoio, sendo estas ferramentas fundamentais para o bom 

desenvolvimento deste processo. Deste modo, surge a necessidade de desenvolver novos relatórios de 

apoio, por forma a garantir uma boa base de informação às análises e tomada de decisões originadas 

durante este processo. 

1.2. Objetivos 

O objetivo geral deste projeto de dissertação é melhorar os processos inerentes ao planeamento da 

procura, tendo por base a geração de previsões, a sua monitorização e integração com o S&OP. 

Detalhadamente este projeto tem como objetivos: 

• Aumentar a Precisão das previsões com base no histórico de vendas, campanhas e inputs 

comerciais, considerando as várias tipologias de produtos; 

• Aperfeiçoar a implementação de um novo software Enterprise Resource Planning (ERP) 

recentemente adquirido, modelizando o processo estratégico e operacional associado ao 

planeamento da procura; 

• Modelizar o processo de monitorização e ajuste de modelos de previsão, acompanhado de um 

report de indicadores; 

• Interligar o projeto com S&OP. 

Foram definidas as seguintes perguntas de investigação para esta dissertação de mestrado: 

P1: “Qual a melhor abordagem para a previsão da procura tendo em conta as diferentes tipologias de 

produtos?” 
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P2: “Quais as melhores análises a serem efetuadas à performance das previsões da procura, num 

contexto de S&OP?” 

1.3. Metodologia de Investigação 

No contexto da presente proposta de investigação que se encontra orientada à resolução de problemas 

a diversos níveis, será aplicada a metodologia investigação-ação. Esta metodologia é também 

normalmente referida como “aprender fazendo”, onde o investigador efetua a sua pesquisa através da 

ação, participando ativamente no projeto. Esta metodologia é normalmente constituída por cinco fases: 

diagnóstico, planeamento das ações, implementação das ações, avaliação de resultados e especificação 

da aprendizagem (Susman e Evered, 1978).  

Inicialmente, na fase de diagnóstico os processos inerentes ao planeamento da procura foram avaliados, 

assim como o processo de S&OP da empresa, onde foram identificadas todas as partes envolvidas e os 

métodos utilizados. Nesta fase foi possível determinar os principais problemas existentes. A partir da 

identificação dos problemas detetados na fase de diagnóstico, desenvolveu-se um plano de ação para 

resolver os problemas verificados. Ao definir as melhores práticas, o plano teve em consideração 

sinergias com a área planeamento da procura e com o processo geral de S&OP. 

Definidas as ações, algumas das propostas de melhoria foram aprovadas e implementadas. Após a 

implementação das propostas, procedeu-se à análise e revisão dos resultados obtidos. Parte dos 

resultados foram avaliados de forma qualitativa, tanto nos processos de planeamento da procura como 

no processo de S&OP. Por outro lado, existiu também uma avaliação quantitativa, onde-se destaca a 

medição da Precisão das previsões.  

Concluído o projeto, foi efetuada uma avaliação final do trabalho desenvolvido, identificando-se se as 

melhorias aplicadas aos problemas inicialmente detetados, apresentaram melhorias. Foi também criado 

um relatório que apresenta os resultados, metodologias e os processos utilizados para melhorar os 

problemas verificados. Sendo este um processo cíclico, é esperado que após a conclusão do projeto, um 

novo ciclo de aprendizagem se inicie, especialmente no que à previsão da procura e ao processo S&OP 

diz respeito. 

1.4. Estrutura da Dissertação 

O presente documento está estruturado em seis capítulos: introdução, enquadramento teórico, descrição 

e análise crítica da situação atual da empresa, apresentação de propostas de melhoria, discussão e 

avaliação dos resultados, e conclusões. 
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O primeiro capítulo introduz o enquadramento do projeto, os seus objetivos, a metodologia de 

investigação e a estrutura global da dissertação.  

No segundo, é realizada uma revisão bibliográfica com o intuito de oferecer uma base teórica para os 

temas abordados. Inicialmente é efetuada uma revisão da literatura aos desafios de implementação de 

um novo sistema ERP. Posteriormente, para complementar a soluções desenvolvidas, são abordadas 

diversas áreas, tais como o planeamento da procura, previsões da procura, S&OP e gestão de stocks. 

O capítulo três apresenta uma análise critica aos processos de planeamento da procura e de S&OP à 

data de início do projeto, com vista a identificar os principais problemas. 

No quarto capítulo são apresentadas as propostas de melhoria formuladas com o objetivo de 

eliminar/mitigar os principais problemas encontrados nas diversas áreas de análise, destacando-se a 

criação de um novo processo para a seleção dos modelos de previsão e a criação de dashboards de 

apoio à monitorização das previsões e de apoio ao processo de S&OP. 

No quinto capítulo são demonstrados os resultados obtidos pelas soluções implementadas nos diversos 

processos. 

Por fim, no sexto capítulo são apresentadas as conclusões e limitações do projeto.  
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2. REVISÃO BIBLIOGRÁFICA 

Neste capítulo, é exposto um enquadramento teórico onde são revistos os conceitos e ferramentas que 

serviram de apoio ao projeto de dissertação. Inicialmente, é realizada uma introdução às dificuldades 

relacionadas com a implementação de um novo sistema ERP. Posteriormente, é apresentado o conceito 

de planeamento da procura, assim como são abordados vários temas associados às previsões de venda, 

S&OP e gestão de stocks.  

2.1. Desafios na implementação de um novo sistema ERP 

Num mercado tão competitivo, as empresas necessitam constantemente de ficar capacitadas para reagir 

de forma rápida e eficaz contra as constantes mudanças nas necessidades do mercado. A elevada 

concorrência a nível global forçou as empresas a implementar tecnologias de informação avançadas, 

nomeadamente softwares de ERP. Estes são sistemas capazes de efetuar o planeamento dos recursos 

empresariais, desde o planeamento da procura à gestão das operações de fabrico (Ma, 2013).  

Um sistema ERP destina-se a automatizar as diversas atividades empresariais, desde a geração de 

previsões da procura, planeamento da produção, planeamento dos processos, gestão da cadeia de 

abastecimento, controlo de inventários, entre outros. Estes sistemas geralmente possuem diversos 

módulos, tais como:  

• Gestão de encomendas: 

• Planeamento da procura; 

• Gestão de capacidade produtiva; 

• Programação e planeamento da produção; 

• Gestão de produtos e/ou servições;  

• Gestão financeira. 

Na implementação de um novo sistema ERP é comum verificar-se uma elevada taxa de falhas, sendo 

estas normalmente originadas pela desadequação da tecnologia selecionada face aos processos de 

produção da empresa, falta de capacidade técnica para investigação e desenvolvimento do software, e 

transição entre o novo software ERP e o antigo (Ma, 2013). 

Pela implementação de um novo software ERP podem ser obtidas enormes vantagens. Por outro lado, 

caso as empresas não consigam gerir com sucesso a sua implementação, poderá ser um problema com 

impactos significativos em todas as áreas funcionais (Zarei e Naeli, 2010). Segundo Ma (2013) os 

projetos de implementação de um software ERP são os projetos de desenvolvimento mais complicados 
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para as organizações, pois devido à sua complexidade, exigem um alinhamento entre o novo sistema e 

todos os processos empresariais, sendo muitas das vezes necessário a implementação de alterações 

significativas. Assim, torna-se crítico uma boa integração de um novo sistema ERP com todas as áreas 

envolvidas. 

2.2. Planeamento da Procura  

O planeamento da procura representa um conjunto de metodologias e tecnologias de informação, cujo 

objetivo passa por estabelecer um processo de previsão capaz de gerar dados de input para apoiar a 

tomada de decisões em diversas áreas funcionais, tais como: abastecimento, produção, distribuição e 

vendas (Bóna e Lénárt, 2014; Haberleitner et al., 2010; Vlckova e Patak, 2010).  

A Figura 1 ilustra todos os fluxos de informação existentes entre as diversas áreas funcionais presentes 

num processo tradicional de planeamento da procura. 

 

Figura 1 - Fluxo de informação nos processos do planeamento da procura  
(Fonte: Vlckova e Patak, 2010) 
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Desta forma, torna-se fundamental uma boa execução do planeamento da procura, pois isso permitirá 

que gestores e executivos possam elaborar as suas decisões de uma forma robusta, capazes de equilibrar 

a procura e a capacidade de abastecimento da empresa (Tuomikangas e Kaipia, 2014).  

Segundo Bóna e Lénárt (2014), o planeamento da procura pode ser dividido em cinco fases principais, 

representadas na Figura 2: 

 

Figura 2 - Processo do planeamento da procura  
(Fonte: Bóna e Lénárt, 2014) 

O processo de planeamento da procura inicia-se com a preparação dos dados, que inclui a recolha de 

informações que poderão ter efeito na procura, como por exemplo o lançamento de novos produtos, 

promoções ou alterações de preço. A segunda fase é a identificação. Nesta secção o objetivo passa por 

determinar o comportamento da procura real do produto, identificando-se se a procura possui 

sazonalidade, tendência, um padrão de intermitência, entre outras análises estatísticas. O terceiro passo 

é baseado nos primeiros dois, onde integrando toda a informação recolhida e calculada, são definidos 

os modelos de previsão e respetivos parâmetros que mais se adequam ao produto em análise. Esta fase 

é normalmente desempenhada pelas equipas comerciais e/ou de planeamento da produção. É de 

destacar que produtos novos normalmente carecem de um tratamento especial devido à falta de dados 

históricos ou devido a correlações com outros produtos, nomeadamente canibalização das vendas ou 

substituição da versão anterior. Nestes casos a geração automática de previsões poderá não ser a mais 

indicada, sendo necessária a criação de previsões manualmente através de métodos qualitativos. Após 

a geração das previsões da procura, estas são normalmente sujeitas a pequenas correções usualmente 

originadas por restrições existentes na produção ou no armazenamento, como por exemplo limites de 

produção por lotes. Por fim, as previsões sofrem uma validação final, sendo comum a concretização de 
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reuniões onde são analisados os resultados históricos das previsões e posteriormente analisadas as 

novas previsões e respetivos ajustes (Bóna e Lénárt, 2014; Kaipia et al., 2017). 

Este é um processo cíclico e dependente de diversas ferramentas estatísticas, sendo que quanto maior 

for a integração de informação externa, como promoções ou alterações de preço, maior será a 

capacidade de todo este processo resultar numa maior precisão das previsões, o que consequentemente 

terá um impacto muito relevante e positivo nas diversas áreas. É também de ressalvar que um dos 

fatores avaliados em diversas análises a processos planeamento da procura é o nível de integração do 

cálculo de previsões com todos os módulos presentes no ERP, de modo que se permita um fluxo ágil de 

toda a informação necessária para o cálculo de previsões, melhorando assim consideravelmente a sua 

eficiência (Hulthén et al., 2016; Olhager et al., 2001; Wagner et al., 2014).  

2.3. Previsão da procura 

As previsões da procura são a base para as atividades de planeamento a vários níveis, conduzidas por 

diferentes unidades organizacionais. Por conseguinte, torna-se necessário um sistema de previsão 

flexível, que, dependendo do cenário individual em que se encontra a ser aplicado, seja capaz de cobrir 

múltiplas dimensões (Haberleitner et al., 2010).  

A previsão da procura, tal como o nome indica, pretende projetar o volume da procura de um ou vários 

artigos para um período temporal futuro. Este processo caracteriza-se pela utilização de modelos 

preditivos que desempenham funções fundamentais quando o tempo de resposta a determinado 

estímulo não é imediato. Para que todo o processo seja conduzido da melhor forma, este envolve a 

análise de dados históricos, padrões e tendências para uma projeção de uma situação futura, 

influenciada pelos fatores que impedem a capacidade inerente de previsão da pessoa responsável, tais 

como: até que nível é capaz de identificar corretamente os fatores que influenciam a procura, quantos 

dados tem disponíveis e se a sua própria previsão poderá ter impacto no que se está a tentar prever 

(Hyndman e Athanasopoulos, 2018). 

Com o objetivo de determinar o volume de produtos, local e horizonte temporal em que serão 

necessários, torna-se necessário lidar não só com o aspeto quantitativo das necessidades (o volume 

exigido pelos clientes) mas também com o seu aspeto qualitativo (o tipo de necessidades dos clientes). 

A precisão da previsão da procura é assim importante para a gestão da produção e distribuição, mas 

também para outras áreas, como por exemplo: marketing (distribuição de forças de vendas, 

comunicação, promoção e planeamento de novos produtos); finanças (necessidade de gestão e cálculo 

de orçamentos), projetos de investimento (construção de áreas produtivas, oficinas e armazéns); 
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investigação e desenvolvimento; recursos humanos (estrutura e planeamento do volume da força de 

trabalho, formação) (Vlckova e Patak, 2010).  

2.3.1. Modelos de previsão  

A previsão de vendas em período não-promocional caracteriza-se essencialmente pela extrapolação da 

quantidade vendida em períodos anteriores. Neste tipo de processos a procura é prevista com base em 

modelos de previsão, sendo a sua Precisão medida através de métodos estatísticos. Tipicamente, estes 

modelos apresentam um foco sobre o histórico de vendas e consideram fixos ou não relevantes outros 

fatores, explicando as variações encontradas pela decomposição da série-temporal. Gonçalves (2006) 

faz a divisão dos modelos de previsão entre modelo qualitativos e modelos quantitativos, como 

exemplificado na Figura 3. 

 

Figura 3 - Modelos de previsão  
(Fonte: Gonçalves, 2006) 

Os métodos qualitativos caracterizam-se pela utilização de visões e perceções subjetivas como base da 

previsão, e são frequentemente utilizados num espectro a longo prazo ou em situações cujos dados 

disponíveis não são suficientes para se extraírem resultados viáveis dos modelos estatísticos utilizados. 

Os estudos de mercado ou o método Delphi são exemplos de modelos qualitativos. Por outro lado, os 

métodos quantitativos, são normalmente utilizados para decisões a curto prazo e em situações cujos 

dados possuem qualidade suficiente para que possam ser extraídas perceções valiosas (Wright, 1988). 

Estes métodos podem ser divididos em modelos de Séries Temporais e modelos de Regressão. Os 

modelos de Séries Temporais baseiam a previsão em dados históricos, padrões e tendências 

identificados no passado, enquanto os métodos de Regressão produzem previsões baseadas em relações 

de causa e efeito entre as variáveis explicativas e a própria variável de procura. Para além dos modelos 

convencionais apresentados, tem-se verificado nos últimos tempos a utilização de modelos mais 

complexos baseados em Inteligência Artificial, nomeadamente Machine Learning. 
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Identificar e selecionar o melhor modelo de previsão é um processo desafiante, onde existem sempre 

muitas incertezas a considerar e onde nem sempre o que é estipulado como a melhor previsão está bem 

definido (Kourentzes et al., 2019). Exemplo disso é o facto de na literatura não existir um melhor método 

amplamente aceite para a criação de previsões. Assim, inicialmente a escolha de um método de previsão 

é normalmente baseada na natureza do comportamento do produto que se pretende prever, podendo 

ser estendida ao comprimento da série temporal e ao horizonte estatístico. Por exemplo, nos casos em 

que a natureza de um produto indica uma necessidade de previsão baseada em dados históricos, são 

frequentemente utilizados métodos de séries temporais (Fulcher et al., 2013). Por outro lado, os modelos 

de regressão são normalmente aplicados em casos onde a previsão se deverá basear em variáveis 

causais previamente definidas e com um possível impacto significativo no comportamento da procura. 

Desta forma, a atribuição do modelo de previsão que melhor se ajuste a um produto requer assim um 

conhecimento prévio dos dados associados ao comportamento da sua procura (Hyndman e 

Athanasopoulos, 2018). 

IFS (2020) apresenta um conjunto de nove modelos previsão: Naïve, Média móvel, Least Square 

Regression (LSR), Single EWMA, Adaptive Single EWMA, Double EWMA, Brown’s Level & Trend, Croston 

e Bayesian. De seguida é descrito cada um dos modelos. 

Modelo Naïve: O modelo Naïve afirma que qualquer período futuro terá exatamente a mesma procura 

que o período anterior, como representado na seguinte fórmula: 

  𝐹𝑡+1 = 𝐷𝑡 (1) 

O modelo Naïve pode ser útil como referência para a avaliação de outros modelos. Para padrões de 

procura extremamente voláteis e onde o horizonte de previsão é muito curto, o modelo Naïve 

normalmente apresenta uma boa performance face aos restantes métodos. Este método possui também 

a vantagem de ser fácil de compreender (IFS, 2020). 

Média móvel: A média móvel utiliza a média dos últimos 𝑁 períodos para prever a procura em qualquer 

período futuro.  

  𝐹𝑡+1 =  
∑ 𝐷𝑖

𝑡
𝑖=𝑡−𝑁+1

𝑁
 (2) 

Um valor de 𝑁 entre quatro e doze é normalmente o mais recomendado. Uma vantagem deste método 

é a capacidade para eliminar anomalias do histórico à medida que o horizonte temporal avança. Por 
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outro lado, a previsão ficará sempre atrasada em relação a uma possível tendência. Quanto maior for o 

valor de 𝑁, maior será o atraso, o que o torna inadequado para previsões a longo prazo (IFS, 2020). 

LSR: O método LSR determina uma linha reta ao longo da série temporal, de forma que a soma dos 

resíduos quadrados seja minimizada. Esta linha é posteriormente então extrapolada para o futuro.  

Linha da regressão: �̂�𝑡 = 𝐿𝑡−𝑛 + 𝑡 × 𝑇;  ∍ 𝑚𝑖𝑛 {∑ (𝑌𝑖 − �̂�𝑖)2
𝑛

𝑖=1
}  

Interceção: 𝐿𝑡−𝑛 = �̄� −
𝑇 × (𝑛 + 1)

2
 

(3) 

Inclinação: 𝑇 =
∑ 𝑖 × 𝐷𝑖 −

(𝑛 + 1)
2

𝑛
𝑖=1 × ∑ 𝐷𝑖

𝑛
𝑖=1

𝑛 ×
𝑛2 − 1

12

 

Previsão: 𝐹𝑡+1 = 𝐿𝑡−𝑛 + (1 + 𝑛) × 𝑇 × 𝜌  

Onde 𝒏 representa o número de períodos observados e 𝝆 uma constante amortecedora de tendência. O 

LSR é útil para previsões a médio e longo prazo pois atribui um menor peso a flutuações a curto prazo 

face a modelos como a média móvel. Este método é também utilizado para a inicialização de outros 

métodos (IFS, 2020). 

Single EWMA: O modelo EWMA único assemelha-se à média móvel, onde é atribuído um maior peso às 

observações mais recentes.  

 𝐹𝑡+1 = 𝛼 × 𝐷𝑡 +  (1 − 𝛼) × 𝐹𝑡 (4) 

Onde 𝛼 é uma constante de alisamento. Quanto maior for o valor de 𝛼, maior é o peso atribuído à última 

observação. O EWMA único terá sempre um atraso na identificação de tendência: quanto mais baixo for 

o 𝛼, maior será o atraso. Deste modo, verifica-se a presença de um trade-off, pois valores de 𝛼 mais 

elevados são mais sensíveis a picos aleatórios na procura histórica. O método LSR é utilizado para a 

inicialização deste modelo (IFS, 2020). 
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Adaptive Single EWMA: O modelo Adaptive Single EWMA aumenta automaticamente o peso das 

observações mais recentes caso seja detetado um enviesamento, e vice-versa. Definição: 

 𝐹𝑡+1 = 𝛼𝑡 × 𝐷𝑡 +  (1 − 𝛼𝑡) × 𝐹𝑡 

(5) 

 𝛼𝑡+1 = |
𝐸𝑡

𝑀𝑡

| 

 𝐸𝑡 = 𝛽 × 𝑒𝑡 + (1 − 𝛽) × 𝐸𝑡−1 

 𝑀𝑡 = 𝛽 × |𝑒𝑡| + (1 − 𝛽) × 𝑀𝑡−1 

 𝑒𝑡 = 𝐷𝑡 − 𝐹𝑡 

Onde 𝛼 representa a taxa de resposta ao enviesamento e 𝛽 uma constante de suavização para a taxa 

de resposta. Este modelo revela-se normalmente eficiente para produtos C segundo a classe ABC (IFS, 

2020). 

Double EWMA: O método double EWMA duplo inclui tanto uma componente de nível como uma 

componente de tendência.  

Nível: 𝐿𝑡 = 𝛼 × 𝐷𝑡 + (1 − 𝛼) × (𝐿𝑡−1 + 𝑇𝑡−1)  

Tendência 𝑇𝑡 = 𝛽 × (𝐿𝑡 − 𝐿𝑡−1) + (1 − 𝛽) × 𝑇𝑡−1 (6) 

Previsão: 𝐹𝑡+1 = 𝐿𝑡 + (1 + 𝑛) × 𝑇 × 𝜌  

O double EWMA é útil para previsões a curto e médio prazo se uma componente de tendência for 

verificada na procura (IFS, 2020). 
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Brown’s Level & Trend: O modelo Brown’s Level & Trend semelhante ao Double EWMA, sendo mais fácil 

de manter, por apenas ser necessário introduzir o valor de 𝛼, ao invés de 𝛼 e 𝛽.  

 𝐹𝑡+1 =  𝐿𝑡 + 𝑛𝑇𝑡𝜌 

(7) 

 𝐿𝑡 = 𝛼𝐵  𝐷𝑡 +  (1 − 𝛼𝐵) (𝐿𝑡−1 + 𝑇𝑡−1) 

 𝑇𝑡 = 𝛽𝐵  (𝐿𝑡 − 𝐿𝑡−1) +  (1 − 𝛽𝐵) 𝑇𝑡−1 

 𝛼𝐵 = 1 − (1 − 𝛼)2 

 𝛽𝐵 =
𝛼2

1 − (1 − 𝛼)2
 

O modelo LSR é utilizado para a inicialização deste modelo (IFS, 2020). 

Croston: O modelo de Croston é uitlizado em produtos que apresentem uma procura intermitente. O 

método de Croston constrói duas séries temporais a partir da amostra fornecida, separando os valores 

diferentes de zero dos restantes, registando o período temporal para cada um dos casos. De seguida, 

são separadas as previsões simples de suavização exponencial em duas novas séries temporais, 𝑎 e 𝑞, 

sendo 𝑞𝑖 a 𝑖 − é𝑠𝑖𝑚𝑎 quantidade diferente de zero, e 𝑎𝑖 a diferença entre 𝑞𝑖 e 𝑞𝑖−1. 𝑞 é normalmente 

considerada a procura e 𝑎 o tempo entre chegadas. 

 �̂�𝑖+1|𝑖 = (1 − 𝛼)�̂�𝑖|𝑖−1 +  𝛼𝑞𝑖 

(8) 

 �̂�𝑖+1|𝑖 = (1 − 𝛼)�̂�𝑖|𝑖−1 +  𝛼𝑎𝑖 

�̂�𝑖+1|𝑖 e �̂�𝑖+1|𝑖 são um passo de previsão para (𝑖 + 1) − é𝑠𝑖𝑚𝑎 procura e tempo entre chegadas, 

baseadas na procura até ao ponto 𝑖. 0 ≤ 𝛼 ≤ 1 e é o mesmo valor para ambas as equações. 

 �̂�𝑇+ℎ|𝑇 =
�̂�𝑖+1|𝑗

�̂�𝑖+1|𝑗

 (9) 

Finalmente, �̂�𝑇+ℎ|𝑇 é o ℎ − é𝑠𝑖𝑚𝑜 passo de previsão para a procura no tempo 𝑇 + ℎ. 𝑗 é o tempo 

para a última observação positiva (IFS, 2020). 
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Bayesian: O modelo Bayesian é calculado através da média simples dos seguintes quatro modelos: Média 

móvel, LSR, Single AEWMA e Bowns Level & Trend. Este é um modelo que apresenta resultados 

globalmente bons, produzindo previsões estáveis pela combinação dos modelos supracitados. A 

utilização deste modelo é normalmente indicada para previsões a médio-longo prazo (IFS, 2020).  

Os Apêndice 2 - Indicadores e métodos estatísticos para a análise de séries temporais e Apêndice 3 - 

Decomposição de séries temporais, oferecem uma visão mais aprofundada sobre diversos conceitos 

complementares às previsões da procura. São aqui descritos vários conceitos adjacentes aos modelos, 

onde se destacam os conceitos de tendência, sazonalidade, intermitência, entre outros, que possuem 

uma enorme relevância na criação de previsões. 

2.3.2. Previsão da procura em contexto promocional 

O contexto promocional confere à previsão da procura uma dinâmica não encontrada em análises 

realizadas para um período regular (não promocional) (Trapero et al., 2015). A um nível macro, na 

literatura científica é possível verificar uma distinção entre duas categorias de acordo com o objetivo das 

previsões e o nível de agregação utilizado, como representado na Tabela 1: 

Tabela 1 - Categorias de modelos para previsões em contexto promocional a um nível macro 

Modelos Nível de agregação  Objetivo 

Household models Família de produtos (Nível 

de agregação elevado) 

Utilizado normalmente em contextos 

de maketing onde se pretende 

capturar o comportamento do 

consumidor. 

Store-level models Loja (Nível de agregação 

reduzido) 

Utilizado normalmente para os 

processos de aprovisionamento 

onde se pretende identificar o 

padrão de vendas.  

 

Nas previsões da procura promocionais destacam-se duas classes distintas (Trapero et al., 2015): 

• Cálculo direto da quantidade prevista da procura promocional; 

• Abordagem indireta ao problema através do incremento percentual previsto face a uma base 

regular para a procura previamente determinada, normalmente denominada de baseline. 
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Contrariamente aos modelos de previsão utilizados em períodos regulares (não-promocionais), dada à, 

por vezes, elevada heterogeneidade entre promoções, a previsão promocional para além da quantidade 

de venda, inclui outros fatores que podem igualmente influenciar o padrão de consumo (Kourentzes e 

Petropoulos, 2016). Existem diversos fatores definidos à priori que se podem tornar relevantes numa 

análise de vendas promocionais, nomeadamente: 

• Preço; 

• Disposição do artigo em loja; 

• Número de artigos pertencentes à mesma família/categoria; 

• Campanha de marketing: 

o Tipologia da campanha (anúncio nas redes sociais, televisão, folhetos, …); 

o Destaque dado ao artigo na campanha; 

o Tipologia do desconto; 

o Condições da campanha. 

• Condições meteorológicas; 

• Características do produto. 

Para além do momento promocional existem também dois momentos igualmente importantes e que 

devem ser tidos em consideração ao efetuar previsões para a procura promocional, sendo estes os 

momentos pré e pós campanha (Hewage et al., 2021). No que diz respeito ao momento pré-campanha, 

os clientes possuindo o conhecimento prévio da promoção, poderão aguardar pela mesma e assim 

retardar a aquisição do produto, o que originará um decréscimo na procura no período que antecede a 

campanha face a um período regular. Algo semelhante poder-se-á verificar no período pós campanha, 

onde por vezes se verifica também um decréscimo na procura normalmente originada pela aquisição do 

produto por parte do cliente, em quantidades superiores à suas necessidades, aproveitando assim a 

promoção e consequentemente dilatando o tempo que demorará para a voltar a adquirir novamente o 

mesmo produto. Assim torna-se importante adequar os modelos de previsão, de modo que contemplem 

um ajuste das previsões nestes períodos. 

2.3.3. Nível de agregação nas previsões 

Existe uma necessidade comum de efetuar previsões utilizando diferentes níveis de agregação. A escolha 

do nível de agregação usado para o cálculo das previsões requer uma análise cuidada de acordo com o 

objetivo da previsão, e esta agregação poderá ser efetuada utilizando diversos atributos, tais como 

famílias de produtos, componentes, localização das lojas, marcas, canais de vendas, entre outros. 
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Existem diferenças significativas entre, por exemplo, prever o volume de vendas de um artigo numa 

semana (nível agregado) ou prever o volume de vendas de um artigo, numa determinada loja, num dado 

dia (nível desagregado). Assim sendo existe sempre um trade-off entre a capacidade de capturar 

variabilidade e de gerir a variabilidade.  

Tal como sugere a Figura 4, os modelos são mais capazes de gerir a variabilidade numa perspetiva 

agregada, pelo contrário, são mais capazes de captar a variabilidade num nível mais desagregado 

(Widiarta et al., 2009). Desta forma, existe uma necessidade comum de agregar e desagregar as 

previsões para uma maior precisão das mesmas. 

 

Figura 4 - Capacidade de previsão em função do nível de agregação  
(Adaptado: Widiarta et al., 2009)  

Os produtos possuem uma tendência natural para se agruparem através de hierarquias, através dos 

seus atributos. Normalmente as hierarquias no seu nível mais básico são representadas pelas vendas 

individuais por produto, seguindo-se de um ou vários níveis intermédios e, por fim, um nível superior 

onde se encontram as vendas totais (Pennings e van Dalen, 2017). 

Devido às distintas necessidades dos diversos departamentos de uma empresa, em várias situações é 

necessário prever a diferentes níveis da hierarquia. Enquanto por um lado o departamento da produção 

necessita das previsões por produto, por outro lado o departamento de vendas para a tomada de 

decisões, muitas das vezes necessita de previsões mais agregadas. Existem duas abordagens mais 

utilizadas a este tipo de problemas, a abordagem Bottom-up e Top-Down (Zotteri et al., 2005). 

Abordagem Bottom-up 

Na abordagem bottom-up a previsão é calculada a um nível de agregação baixo, fragmentando o 

problema em vários subsistemas. Esta perspetiva é normalmente considerada uma previsão cumulativa, 

onde a agregação é efetuada pela soma das previsões de cada componente, representada por: 
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  �̂�ℎ =  �̂�𝐴,ℎ + �̂�𝐵,ℎ + �̂�𝐶,ℎ + �̂�𝐷,ℎ (10) 

Onde �̂�ℎ representa a previsão agregada para o período ℎ e �̂�𝐴,ℎ; �̂�𝐵,ℎ; �̂�𝐶,ℎ; �̂�𝐷,ℎ  são exemplos de 

componentes. O processo pode ser replicado até ao nível mais elevado da hierarquia. Esta abordagem 

tem como vantagem permitir que as propriedades da procura dos componentes fiquem representadas 

na previsão total, o que por outro lado reproduz também um efeito negativo associado à presença de 

ruido nas previsões, tornando-se assim mais complicado modelar e prever a procura, pois poderão existir 

padrões de tendência e sazonalidade que combinados com alguma variabilidade aleatória sejam 

complicados de ser identificados (Hyndman e Athanasopoulos, 2018).  

Abordagem Top-down 

A abordagem top-down, ao invés da abordagem bottom-up, parte de um nível mais agregado e através 

de processos de decomposição a quantidade prevista é fragmentada ao detalhe necessário (Zotteri et 

al., 2005). O processo de desagregação necessita de um método capaz de distribuir as previsões pelo 

nível mais desagregado. Gross e Sohl (1990) descreve dois métodos distintos, mas com benefícios 

práticos muito semelhantes. Num dos métodos é calculada a média da proporção de vendas para o nível 

de agregação desejado:  

 𝑝𝑗 =
1

𝑇
∑

𝑦𝑗,𝑡

𝑌𝑡

𝑇

𝑡=1

   (11) 

Onde 𝑝𝑗 representa a proporção não ponderada para cada produto 𝑗, 𝑦𝑗,𝑡 representam as vendas em 

relação ao total de vendas, 𝑌𝑡, na categoria de produtos 𝑦 ao longo do período de tempo 𝑇.  

Um método alternativo é o cálculo da proporção ponderada, com uma proporção única e total ao longo 

de todos os períodos de tempo: 

  𝑝𝑗 =
∑ 𝑦𝑗,𝑡

𝑇
𝑡=1

∑ 𝑌𝑡
𝑇
𝑡=1

 (12) 

Após o cálculo da proporção esta é multiplicada pelas previsões totais, obtendo-se assim a desagregação 

das previsões. A abordagem Top-Down, tem como benefício a redução do ruído ao serem agregados os 

dados, enfatizando tendências e padrões de sazonalidade, o que consequentemente poderá melhorar a 

precisão das previsões (Widiarta et al., 2009). 
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Uma metodologia intermédia foi também desenvolvida, onde a previsão é calculada a um nível intermédio 

da hierarquia, e posteriormente é agregada ou desagregada mediante as necessidades (Hyndman et al., 

2011). 

Apesar dos benefícios identificados, não há resultados concretos que provem superioridade por qualquer 

um dos três métodos. Rostami-Tabar et al. (2015), Sbrana e Silvestrini (2013), e Widiarta et al. (2009) 

chegaram também a esta conclusão, onde os diferentes métodos produzem resultados semelhantes. 

Assim, o sucesso na utilização de cada método dependerá do contexto do problema em que se encontra 

inserido.  

2.3.4. Medição do desempenho das previsões 

Na maioria das previsões verificam-se erros face às vendas verificadas. Por este motivo, 

independentemente da metodologia utilizada para prever observações futuras, existe uma grande 

probabilidade da previsão não se encontram totalmente acertada.  

Assim, torna-se fundamental às equipas de planeamento, efetuarem constantemente uma avaliação à 

Precisão das previsões de venda, para que possam atuar no sentido de a melhorar constantemente. A 

Precisão da previsão é normalmente mensurável pelo cálculo dos erros de previsão através da utilização 

de diversos métodos (Hyndman e Athanasopoulos, 2018). Dois dos métodos mais utilizados o Bias e o 

MAPE. 

Mean Percentage Error ou MPE: normalmente denominado de Bias, é principalmente utilizado para 

verificar se existe uma subestimação ou sobrestimação continua das previsões. 

 𝐵𝑖𝑎𝑠 =  ∑((𝑃𝑟𝑒𝑣𝑖𝑠õ𝑒𝑠 − 𝑃𝑟𝑜𝑐𝑢𝑟𝑎)/𝑃𝑟𝑜𝑐𝑢𝑟𝑎)/𝑛) ∗ 100%

𝑛

𝑖=1

  (13) 

Mean Average Percentage Error ou MAPE: representa o erro médio absoluto da previsão em função da 

procura. 

  𝑀𝐴𝑃𝐸 =  ∑(|𝑃𝑟𝑒𝑣𝑖𝑠õ𝑒𝑠 − 𝑃𝑟𝑜𝑐𝑢𝑟𝑎|/𝑃𝑟𝑜𝑐𝑢𝑟𝑎)/𝑛) ∗ 100%

𝑛

𝑖=1

 (14) 

Por vezes, para a análise da performance é utilizada a Precisão ao invés dos desvios.  

 𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 = 1 − 𝑀𝐴𝑃𝐸  (15) 
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A principal vantagem destas medidas, para além de permitir a avaliação da Precisão da previsão em 

múltiplas séries temporais de diferentes escalas, é sua boa capacidade de interpretação, especialmente 

dentro das empresas e organizações (Hyndman e Koehler, 2006; Koutsandreas et al., 2021). Por este 

motivo, estas três métricas serão utilizadas para a realização de diversas medições ao longo desta 

dissertação. 

No entanto, estas métricas apresentam algumas limitações devido à dependência da divisão entre o erro 

da previsão e a procura, tornando-se infinitas quando a procura é próxima de zero ou indefinidas quando 

a procura é igual a zero. Para prevenir este tipo de situações, uma das métricas comummente utilizada 

é o Mean Absolute Error (MAE) (Hyndman e Koehler, 2006; Koutsandreas et al., 2021). 

MAE: representa a média dos erros absolutos. 

  𝑀𝐴𝐸 =  
1

𝑛
∑ |𝑃𝑟𝑒𝑣𝑖𝑠õ𝑒𝑠 − 𝑃𝑟𝑜𝑐𝑢𝑟𝑎|

𝑛

𝑖=1

 (16) 

2.3.5. Seleção dos métodos de previsão 

Para escolha do melhor método de previsão, apesar de os modelos serem muitas das vezes definidos 

subjetivamente ou tendo em consideração as características dos modelos, a forma mais fiável é a análise 

de dados históricos. O método habitualmente utilizado é o Sum of Squared Errors (SSE) (Hyndman e 

Athanasopoulos, 2018). 

  𝑆𝑆𝐸 = ∑(𝑦𝑡 − �̂�𝑡|𝑡−1)2 =

𝑇

𝑡=1

 ∑ 𝑒𝑡
2

𝑇

𝑡=1

 (17) 

Neste método é calculada a diferença quadrática entre os diversos pontos de dados e as suas previsões, 

para um grande número de observações. O modelo com a soma mais baixa de SSE é o que apresenta 

um maior "ajuste" à série temporal observada.  

2.3.6. Importância das previsões 

Uma boa precisão na previsão de vendas torna-se fulcral para planear e interligar da melhor forma 

possível todos os processos inerentes à cadeia de abastecimento, servindo de suporte ao planeamento 

que coordena as áreas de compras, produção, distribuição e vendas, sendo este planeamento agregado 

geralmente denominado de S&OP (Affonso et al., 2008). A próxima secção introduz o conceito de S&OP. 
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2.4. S&OP 

O processo de S&OP contribui diretamente para um melhor desempenho da empresa, oferecendo uma 

maior coesão e agilidade à empresa como todo, assim como melhorias mais detalhadas em diversas 

áreas funcionais (Grimson e Pyke, 2007). Desta forma, esta melhoria de desempenho através do S&OP 

traduz-se numa maior capacidade para oferecer uma vasta gama de produtos a um vasto público, ao 

menor custo, e com um elevado grau de personalização. Concisamente, a integração das vendas com 

as operações, sustentada por uma elevada precisão na previsão da procura são peças chave para o 

sucesso das empresas. 

Assim, o processo S&OP tem como objetivo nivelar a área de produção da empresa, o abastecimento de 

matérias-primas e a distribuição do produto final com vista a satisfazer a previsão de vendas, 

assegurando simultaneamente que os objetivos comerciais são concretizados com sucesso (Pereira et 

al., 2020). Para que tudo possa ser concretizável de uma forma eficiente e eficaz, torna-se fundamental 

uma visão holística sobre os processos e planeamento da empresa, algo que é cuidadosamente 

assegurado pela natureza do S&OP, pois: permite o alinhamento vertical da empresa, composto pelos 

objetivos, estratégias, planos de ação e decisão ao longo dos diferentes níveis na organização, e 

horizontal na qual estão incluídas as relações entre os diferentes elementos da cadeia de abastecimento 

(Thomé et al., 2012). 

A primeira referência para a necessidade de um processo como o descrito, remota para o ano de 1998, 

quando um mecanismo que fosse capaz de integrar decisões estratégicas e operacionais, tanto 

verticalmente como horizontalmente, foi visto como uma solução para problemas como falta de 

coerência, comunicação e integração entre departamentos, transversais a toda a empresa. Desde então 

o S&OP evoluiu para um processo de negócio completo, capaz abranger objetivos a todos os níveis da 

empresa, e simultaneamente métricas departamentais específicas tais como as relacionadas com 

vendas, produção, abastecimento e distribuição (Thomé et al., 2012). 

2.4.1. Processo S&OP 

O processo S&OP é usualmente composto por cinco passos fundamentais, com grande ênfase em ações 

colaborativas entre departamentos que se encontram correlacionados. Os cinco passos encontram-se 

ilustrados na Figura 5. 
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Figura 5 - Processo S&OP 

O processo inicia-se por recolher os dados necessários, fornecidos pelos departamentos envolvidos. De 

seguida, estes dados são utilizados nos dois passos seguintes, compostos pelo planeamento da procura 

e o planeamento do abastecimento, sendo o planeamento da procura normalmente considerado o passo 

mais desafiante, pois as previsões efetuadas têm uma enorme influência na criação de planos 

operacionais e nos resultados da sua implementação. Após delineados os planeamentos, são efetuadas 

reuniões para aperfeiçoar os planos, primeiramente existe uma pré-reunião em que se procuram 

identificar ajustes necessários, e por fim, uma reunião executiva onde se pretende assegurar que existe 

um alinhamento a mais alto nível (Grimson e Pyke, 2007).  

No que diz respeito às reuniões, a utilização de dashboards no processo S&OP são essenciais com vista 

a facilitar as análises efetuadas durante as reuniões. Através das dashboards deverá ser possível retirar 

conclusões sobre a performance de todos os planos funcionais, efetuando por exemplo comparações 

entre a procura prevista e a verificada (Thomé et al., 2012). 

2.4.2. Inputs do processo S&OP 

Os inputs do processo S&OP são obtidos pelas diversas pelas áreas funcionais envolvidas, 

nomeadamente: procura, produção, abastecimento, distribuição e financiamento. Estas áreas são 

coordenadas por um planeamento tático numa perspetiva agregada, com o objetivo de alcançar um 

alinhamento através da coordenação do seu trabalho. A análise da evolução da procura prevista face ao 

plano diretor desenvolvido, contendo a produção planeada, o stock do produto final, o aprovisionamento 

de matérias-primas e os planos de distribuição, é o que vai permitir efetuar uma avaliação significativa 

de como se encontra a performance global da empresa.  

Thomé et al. (2012) indica que os inputs do processo S&OP podem ser divididos em cinco áreas distintas, 

sendo que cada uma deverá conter um plano e as respetivas variáveis, conforme apresentado na Tabela 

2. 
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Tabela 2 - S&OP inputs: planos e variáveis  

(Adaptado: Thomé et al. (2012)) 

Área Planos Variáveis 

Procura Planos de marketing  

e vendas para  

as previsões da procura 

Previsões da procura 

Informações relativas aos clientes 

Informações relativas às vendas 

Ações de concorrentes que podem afetar a 

procura 

Aprovisionamento Planeamento  

do aprovisionamento  

e fornecimento 

Dados relativos às compras 

Lead Time (LT) 

Capacidade dos fornecedores 

Informações sobre os fornecedores 

Previsões de matérias-primas 

Produção Planeamento  

da produção e capacidade 

Inventário 

Capacidade de produção 

Recursos humanos disponíveis 

Tempos de produção 

Flexibilidade dos recursos 

Distribuição Plano de distribuição Capacidade de entrega 

LT 

Nível de serviço 

Estado do serviço de transporte 

Finanças Planeamento financeiro Orçamentos 

Objetivos financeiros 

 

2.4.3. Resultados esperados do processo S&OP 

Diversas melhorias desenvolvidas nas diferentes áreas funcionais de uma empresa são derivadas do 

processo S&OP. Com o foco no principal resultado final para as empresas, otimização do lucro, fatores 

impulsionadores como melhorias na precisão das previsões da procura tornam-se também 

extremamente importantes do ponto de vista de ações complementares ao processo S&OP. Thomé et 
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al. (2012) apresenta aqueles que pensa ser os pontos principais de melhorias a serem verificadas por 

um processo S&OP, descritas na Tabela 3. 

Tabela 3 - Melhorias geradas por um processo S&OP  

(Adaptado: Thomé et al. (2012)) 

Objetivo Principais melhorias 

Alinhamento e integração Alinhamento e integração vertical 

Alinhamento e balanceamento da produção 

Alinhamento entre os diversos planos 

Alinhamento horizontal com a cadeia de abastecimento 

 

Melhorias operacionais Aumento da precisão das previsões 

Aumento da performance operacional 

Alocação de recursos críticos 

Otimização da capacidade de abastecimento 

 

Resultados focados numa 

só perspetiva 

Aumentar o nível de serviço do cliente 

Minimizar os custos da cadeia de abastecimento 

Aumentar a performance de toda a cadeia de abastecimento 

Aumentar o lucro 

 

Resultados baseados em 

trade-offs 

Satisfazer a procura com o menor inventário possível 

Satisfazer as necessidades dos clientes ao custo mais baixo 

 

Em suma, é sensato considerar a melhoria específica de todas as áreas funcionais da empresa pelo 

processo S&OP, é uma peça chave para um melhor desempenho global da empresa. 

2.5. Gestão de stocks 

A gestão de stocks é um processo que procura garantir stock na quantidade ideal para satisfazer a 

procura de um artigo. O reaprovisionamento é uma componente deste processo e tem como objetivo 

garantir o processo cíclico de colocação de encomendas de forma a satisfazer a procura futura (Chang 
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et al., 2014). De um modo geral, o objetivo da gestão de inventários contempla também não só a 

satisfação da procura requerida, mas também o mínimo custo para que tal se alcance. Este objetivo 

pode ser divido em três vertentes que devem ser otimizadas, nomeadamente o serviço ao cliente, os 

custos de inventário e os custos de operação. O foco da gestão de inventários deverá ser a otimização 

do balanço entre as três vertentes referidas (Wild, 2017). 

Nahmias e Olsen (2015) identificaram algumas das principais razões para o continuo armazenamento 

de stocks por parte das empresas, destacando a variabilidade na procura e os erros das previsões. 

Quanto maior for o erro de previsão, maior será o desvio entre os níveis de stocks esperados e verificados. 

O impacto sentido por este desvio pode variar consoante se verifique excesso ou a falta de stock. O 

excesso de stock origina custos de manutenção de inventários desnecessários e custos derivados da 

obsolescência de alguns produtos. Por outro lado, a falta de stock leva a que existam atrasos nas 

encomendas dos, o que, em alguns casos, poderá originar a perca das vendas. 

Assim, a empresas encontram-se constantemente perante um trade-off entre maximizar o nível de serviço 

ao cliente (maximizar a disponibilidade de inventário) e minimizar os custos de inventário (neste caso o 

custo de armazenamento). A literatura revista destaca ainda efeitos como o bullwip effect (distorção da 

perceção da procura ao longo da cadeia de abastecimento) e order bulking (processamento de grandes 

encomendas por desregulação da procura) como potenciais problemas de um processo de 

aprovisionamento ineficiente e pouco integrado na cadeia de abastecimento (Nahmias e Olsen, 2015). 

Chopra e Meindl (2014) segmentou as necessidades de stock da seguinte forma: 

• Stock cíclico: A quantidade média de inventário necessária para satisfazer a procura até ao 

próximo lote de produção.  

• Stock sazonal: Utilizado para uma previsível variação sazonal na procura. Este stock é 

normalmente fabricado em períodos de baixa procura e armazenado durante os períodos de alta 

procura.  

• Stock de segurança (SS): Inventário realizado para os casos em que a procura ou o prazo de 

entrega excede as expectativas. Este stock é normalmente utilizado para fazer face a incertezas 

na procura e na produção.  
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A Figura 6 ilustra a descomposição do stock nos três segmentos referidos: 

 

Figura 6 - Decomposição do stock em três segmentos 

Num cenário sem qualquer tipo de incertezas, só seria necessário ter em consideração stocks cíclicos e 

sazonais para cobrir todas as necessidades. No entanto, a variabilidade da procura desempenha um 

papel muito relevante na maioria das cadeias de abastecimento, exigindo assim existência de SS, para 

cobrir possíveis imprevistos que levem à escassez de stock. Os SS são utilizados diretamente na 

programação da produção, uma vez que o SS pode potencialmente ter impacto direto na quantidade e 

frequência das ordens de produção (Chase et al., 2013). Desta forma, o método utilizado para calcular 

o SS tem um grande impacto sobre o Planeamento da Produção e sobre custos de manutenção do 

inventário. 

Segundo a formulação proposta por Chase et al. (2013) e Nahmias e Olsen (2015), o SS é calculado em 

função do nível de serviço e do desvio padrão da procura no LT e Review Time (RT), como demostra a 

equação 18. 

  𝑆𝑆 = 𝑧 ∗ 𝜎𝑃𝑟𝑜𝑐𝑢𝑟𝑎(𝐿𝑇+𝑅𝑇) (18) 

Onde 𝑧 representa o fator que relaciona o número de desvios padrão necessários para um dado nível de 

serviço, tipicamente a distribuição normal padronizada, e 𝜎𝑃𝑟𝑜𝑐𝑢𝑟𝑎 o desvio padrão da procura para o 

LT e tempo de RT.  

Kourentzes e Petropoulos (2016) propõem uma abordagem distinta que oferece vantagens nos casos 

em que se verifica uma grande variabilidade da procura, onde o SS varia consoante o nível de serviço e 

o desvio padrão dos erros de previsão associados ao período de LT e RT, como demostra a equação 19. 

Neste caso, o cálculo do desvio dos erros tem como pressupostos a normalidade e centralidade dos 

erros ao longo do tempo. 
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  𝑆𝑆 = 𝑧 ∗ 𝜎𝐸𝑟𝑟𝑜𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜 (𝐿𝑇+𝑅𝑇)  (19) 

Onde 𝜎𝐸𝑟𝑟𝑜𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜 representa o desvio padrão dos erros de previsão. 

2.6. Análise crítica da revisão da literatura 

A revisão da literatura desenvolvida e apresentada no presente capítulo foi extremamente importante 

para o desenrolar de todo o projeto, onde foi possível aprofundar diversos conceitos relacionados com 

as áreas de planeamento de previsões e S&OP.  

No que ao planeamento de previsões diz respeito, a informação apresenta-se bem consolidada, sendo 

possível identificar diversos desenvolvimentos de extrema relevância nas diversas áreas que o compõem, 

desde os métodos de previsão ao seu controlo e monitorização. Relativamente aos processos de S&OP 

verificou-se uma boa definição da atuação expectável de todas as partes envolvidas, assim como os 

objetivos desejados. No entanto, verifica-se a falta de exemplos concretos de melhorias operacionais 

extraídas deste processo, assim como o contributo dado para um aumento da coesão entre as partes 

envolvidas, e, por conseguinte, uma melhoria da performance da empresa no seu global. 

Outros pontos abordados como os desafios na implementação de um novo sistema de planeamento da 

procura, e a gestão de inventários, foram também fundamentais para uma boa contextualização do 

projeto a ser desenvolvido. Tais fatores ajudaram à compreensão do estado atual da empresa, o que 

gera um efeito positivo e de extrema relevância nas análises efetuadas e possíveis desenvolvimentos de 

melhorias. 

Assim, pela consulta e análise de diversas publicações científicas e livros sobre os temas abordados, foi 

possível elaborar o presente enquadramento teórico que serviu de suporto a todo o projeto desenvolvido. 
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3. DESCRIÇÃO E ANÁLISE CRITICA DA SITUAÇÃO ATUAL 

Este capítulo tem como objetivo inicial apresentar o contexto organizacional do sistema em estudo, 

descrevendo o seu funcionamento geral, para uma melhor compreensão de toda a problemática em 

questão. Posteriormente é efetuada uma análise a todo o sistema inerentes às previsões da procura, 

sendo identificados os principais pontos de melhoria. Este capítulo será segmentado em quatro principais 

secções: contextualização organizacional; análise ao processo de mudança para um novo software de 

previsões; análise crítica ao planeamento da procura e, processo S&OP. 

A informação apresentada neste capítulo é o resultado de uma avaliação prática na empresa Tintas CIN. 

Foram realizadas diversas reuniões formais e informais com diversos elementos dos departamentos de 

planeamento, marketing e vendas, de modo a obter a melhor informação possível através dos seus 

conhecimentos, e assim conduzir todas análises pretendidas. Muitos dos resultados devem-se também 

ao papel fundamental que a análise de dados revelou durante todo o projeto.  

3.1. Contextualização organizacional 

Atualmente, a empresa CIN – Corporação Industrial do Norte S.A. – é um grupo multiempresa cuja 

atividade principal é a produção e comercialização de tintas, vernizes e outros produtos. Os principais 

segmentos de mercado em que a empresa atua são o mercado decorativo/construção civil, indústria e 

anti corrosão, como se poderá visualizar na Figura 7. No que ao volume de vendas diz respeito, a CIN 

foi considerada a maior empresa ibérica de tintas em 2020. 

 

Figura 7 - Vendas por Unidade de Negócio 
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O grupo, cuja empresa mãe é a CIN, é constituído por oito empresas, armazéns de fabrico e de 

distribuição, centros de I&D e lojas em vários países, nomeadamente Portugal, Espanha, França, Angola 

e Moçambique. A distribuição dos seus produtos é efetuada através de lojas próprias, franchisings, 

concessionados e revendedores autorizados, exportando para vários mercados da Europa Central e 

América Latina. Atualmente fazem parte do grupo CIN as empresas: CIN, Celliose, MONOPOL, Tintas 

CIN Angola, Artilin, CIN Industrial Coatings, CIN Espanha e Tintas CIN Moçambique. 

A sede da empresa principal encontra-se localizada na Maia, sendo que o presente projeto foi 

desenvolvido no Departamento de Planeamento Industrial pertencente à Direção de Operações da CIN, 

onde são desempenhadas as seguintes funções principais: 

• Cálculo, ajuste e manutenção de previsões da procura; 

• Lançamento diário de ordens de fabrico e ordens de enchimento, bem como o respetivo 

tratamento e manutenção de ordens anteriormente lançadas; 

• Compra e gestão dos produtos que não são fabricados pela CIN; 

• Gestão de stocks na CIN; 

• Gestão do reabastecimento às empresas do grupo e respetivas lojas. 

Na CIN, os produtos são inicialmente divididos em dois grupos, mediante o seu status, podendo ser: 

• Produtos de Lote: produtos que a empresa compra/fabrica e posteriormente armazena; 

• Produtos especiais: produtos comprados/fabricados apenas quando os clientes efetuam 

encomendas.  

Dentro dos dois grupos, os produtos são ainda divididos em diferentes categorias. Na Tabela 4 encontra-

se representada esta divisão. 
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Tabela 4 - Classificação dos produtos mediante o seu Status 

Status Descrição 

Lote Lote (L) Produtos dos quais se espera que exista sempre stock 

disponível em armazém. 

 Lote Especial Cliente 

(LC) 

Produtos colocados em armazém para um cliente 

específico e que possuem regras de gestão de stock 

próprias. 

Especiais Sem Restrição (S) Produtos apenas fabricados/comprados mediante 

encomenda do cliente, não existindo uma quantidade 

mínima de encomenda. 

 Quantidade Mínima 

(QM) 

Produtos apenas fabricados/comprados mediante 

encomenda do cliente, existindo uma quantidade mínima 

de encomenda. 

 Quantidade Total (QT) Produtos que mediante uma encomenda são produzidos 

em quantidades superiores devido a restrições. A 

quantidade do produto que não é entregue ao cliente 

passa a ser gerida como se um produto de lote se tratasse 

até ao seu esgotamento. 

 

Na CIN os produtos são normalmente identificados tendo por base três características distintas: 

• Família do produto; 

• Cor base para a conceção da tinta; 

• Volume da embalagem final do produto. 

Simultaneamente, existe também uma divisão dos produtos pela Direção Comercial (DC) e DCs 

agrupadas às quais pertencem. O presente projeto abordou quatro DCs Agrupadas às quais se 

encontram associadas dez DCs. Por motivos de confidencialidade não é possível revelar a designação 

das mesmas. 

3.2. Análise ao processo de mudança para um novo software de previsões 

Recentemente adquirido à data em que o presente projeto se iniciou, o IFS é um software ERP que possui 

na sua conjuntura um modelo específico para as previsões da procura, o Demand Planner (DP). A 
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transição para o IFS levou a que fosse necessário concretizar uma série de procedimentos para uma boa 

integração do mesmo, nomeadamente: 

• Preparação dos colaboradores;  

• Transição de todos os dados históricos dos produtos presentes no software antigo (ASW) para o 

novo (IFS). 

Após a transição dos dados entre softwares, alguns colaboradores começaram a detetar algumas falhas 

no histórico presente no IFS, verificando procuras históricas diferentes nos dois softwares, para um 

mesmo produto. Esta deteção de alguns erros alarmou a equipa de planeamento, pois erros existentes 

no histórico da procura poderão originar previsões completamente desfasadas da realidade, o que 

consequentemente poderá ter um impacto grave em todas as áreas funcionais que necessitam de 

previsões para a sua atuação.  

3.3. Análise crítica ao Planeamento da Procura 

Esta secção oferece uma análise detalhada de todo os processos inerentes ao planeamento da procura, 

assim como o seu desempenho global. Aqui são identificados os principais problemas detetados, a partir 

dos quais posteriormente são desenvolvidas ações de melhoria. Todos os resultados deste estudo são 

baseados na análise de dados históricos e na recolha da perceção de vários colaboradores envolvidos.  

O departamento de planeamento da procura é responsável por assegurar para o período de 12 meses, 

as previsões da procura dos produtos agregadas de acordo com as suas necessidades. Como descrito 

na Tabela 5, para cada Classe ABC é considerado um período temporal distinto a cobrir pelo Lot Size na 

produção dos produtos. Assim, a determinação do Lot Size dependerá das previsões determinadas no 

planeamento da procura. No Apêndice 1 – Análises complementares ao comportamento dos produtos, 

encontra-se descrita de forma detalhada a formulação da análise ABC.  

Tabela 5 - Tempo de cobertura do Lot Size por Classe ABC 

Classe ABC Tempo de cobertura do Lot Size  

A 30 dias 

B 60 dias 

C 180 dias 
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A Figura 8 ilustra todos os departamentos envolvidos no planeamento da procura. Ao longo do projeto, 

foram estabelecidos pontos de contacto com membros de todos os departamentos. 

 

Figura 8 - Equipas envolvidas na geração de previsões de venda 

Nas próximas subsecções é apresentada uma análise à performance do planeamento da procura e aos 

processos de criação e monitorização de previsões. 

A CIN possui mais de 6000 produtos distintos derivado da elevada quantidade de variações possíveis 

que oferece aos seus clientes. A Figura 9 apresenta a distribuição da quantidade vendida por segmento 

de produto1. 

 

Figura 9 - Distribuição das vendas por segmento de produto 

Os produtos para decoração representam 77% das vendas, sendo que analisando o histórico de 

previsões, são também em simultâneo aqueles que apresentam uma maior Precisão nas previsões e um 

menor Bias2, como se verifica na Figura 10. No global o Bias é negativo, o que significa que as previsões 

possuem uma tendência a ser inferiores à procura verificada. 

 

1 Unidades vendidas entre setembro 2018 e dezembro 2020 

2 Precisão e Bias medidos entre setembro 2018 e dezembro 2020 



 32 

 

Figura 10 - Precisão e Bias das previsões por segmento de produto 

Tal como referido acima, a empresa caracteriza os produtos quanto a Classe ABC, permitindo assim 

identificar aqueles que são naturalmente responsáveis por uma maior parte do volume de vendas da 

empresa face a outros, e, por isso, potencialmente merecedores de uma maior atenção e esforço. No 

entanto, esta análise possui algumas limitações, nomeadamente não permite identificar se um produto 

possui uma elevada ou reduzida variação da procura ao longo do tempo. De modo a complementar a 

análise ABC com esta informação, foi realizada uma análise XYZ que tem como objetivo caracterizar os 

artigos segundo a variabilidade da sua procura. Esta análise encontra-se descrita detalhadamente no 

Apêndice 1 – Análises complementares ao comportamento dos produtos.  

Após a aplicação da Classe XYZ a todos os produtos, foi possível segmentá-los em nove quadrantes. A 

Figura 11 possui quatro matrizes onde é possível analisar por quadrante: a percentagem de vendas, a 

percentagem de produtos, a Precisão das previsões e o Bias das previsões.   

 

Figura 11 - Análise ABC/XYZ 
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Pela análise indicada concluiu-se que 55% das vendas são obtidas através de 18% dos produtos, para os 

quais a empresa tem 75% de Precisão nas previsões e um Bias de -11%. Verifica-se também que 

aproximadamente 27% dos produtos possuem uma reduzida variabilidade na sua procura (produtos X), 

43% são produtos de média variabilidade (produtos Y) e os restantes 17% são produtos de elevada 

variabilidade (produtos Z). Genericamente, verifica-se que os produtos com maior volume de vendas e 

menor variabilidade na procura, são os mais fáceis de prever, e possuem um Bias mais próximo de zero. 

É também possível concluir por esta análise que os valores da Precisão das previsões são baixos de um 

modo geral, especialmente nas classes com menor volume de vendas e maior variabilidade. Neste 

seguimento, com o objetivo de identificar problemas e possíveis pontos de melhoria, foram analisados 

detalhadamente os processos de criação e monitorização de previsões. 

3.3.1. Processo de criação de previsões 

O processo de criação de previsões envolve um conjunto de etapas que são operadas sequencialmente, 

como ilustrado na Figura 12. Este processo é realizado mensalmente. 

 

Figura 12 - Processo de criação de previsões 

Parametrização de novos produtos 

O primeiro passo do processo passa pela parametrização de novos produtos, sendo importante distinguir 

os produtos totalmente novos daqueles que são introduzidos no mercado com pequenas variações no 

seu conteúdo face a produtos já existentes, ou seja, produtos que substituem outros já existentes. Nestes 

produtos substitutos, como exemplificado na Figura 13, a existência de histórico do produto substituído 

torna-se uma vantagem que pode e deve ser aproveitada, e, por isso, o estabelecimento da 

hereditariedade entre os produtos deve ser sempre efetuado. 
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Figura 13 - Estabelecimento de ligações no histórico perante substituições de produtos 

Apesar do estabelecimento desta ligação aparentar ser um processo simples, olhando para os 

procedimentos necessários a ser efetuados no IFS, verifica-se um processo muito moroso onde é 

necessário inserir manualmente as ligações de hereditariedade caso a caso, onde, para além de ser 

necessário indicar o produto substituto e o substituído, é também necessário inserir as datas de início e 

fim relativas ao histórico que se pretende importar para o produto novo. 

Devido à situação supracitada, verifica-se, em alguns dos casos, atrasos na inserção das ligações. Em 

casos mais extremos, poderá acontecer que alguns produtos acabem por não ficar conectados, ou 

conectados de forma incorreta. Deste modo, tornou-se importante desenvolver um procedimento que 

permita de uma forma simples e massiva efetuar todas as ligações necessárias entre produtos 

atempadamente, para que todos os processos posteriores se possam desenrolar com a máxima 

confiança nos dados históricos. 

Limpeza do histórico de vendas 

Um passo extremamente importante antes de se dar início à geração de previsões, é a limpeza do 

histórico para todos os produtos. Esta ação terá impactos relevantes nas previsões criadas pelos modelos 

de previsão, que na ausência deste passo poderão acabar por extrapolar a procura futura baseada em 

acontecimentos pontuais que alteraram significativamente a procura real. Na limpeza do histórico 

deverão ser removidos: 

• Efeitos promocionais - após a realização de uma promoção é importante remover o efeito criado, 

pois apesar de promoção poder voltar a ser repetida, muito provavelmente não será efetuada 
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no mesmo período temporal e com as mesmas condições, e, por isso, torna-se importante 

remover estes valores da procura derivados do efeito promocional; 

• Roturas de stock - o facto de não terem sido geradas vendas pode não significar diretamente 

que não existia uma procura real durante uma rotura de stock; 

• Outliers - variações verificadas na procura e que não é expectável que voltem a ocorrer no futuro. 

A Figura 14 ilustra o efeito previsto na baseline do histórico após as correções efetuadas.  

61

 

Figura 14 - Correção de efeitos promocionais, roturas de stock e outliers 

Quanto à identificação de outliers, o IFS automaticamente identifica os mesmos através dos limites de 

confiança calculados pela fórmula 20.  

 𝐶𝑜𝑛𝑓𝑛 = √
1

𝑛
∑(𝐷𝑖 − 𝐹𝑖)2

𝑛

𝑖=1

 (20) 

Onde 𝐷𝑖 representa a procura ajustada e 𝐹𝑖  a previsão histórica. Após o cálculo dos limites de confiança 

definidos pelos automaticamente pelo IFS são atribuídas cores no IFS pelas condições apresentadas na 

fórmula 21.  

 {  
𝐵𝑟𝑎𝑛𝑐𝑜

𝐴𝑚𝑎𝑟𝑒𝑙𝑜
𝑉𝑒𝑟𝑚𝑒𝑙ℎ𝑜

  
:
:
∶

|𝐷𝑒𝑠𝑣𝑖𝑜| ≤ 1 ∗  𝐶𝑜𝑛𝑓𝑛

    1 ∗  𝐶𝑜𝑛𝑓𝑛 < |𝐷𝑒𝑠𝑣𝑖𝑜| ≤ 2 ∗  𝐶𝑜𝑛𝑓𝑛 

2 ∗  𝐶𝑜𝑛𝑓𝑛 < |𝐷𝑒𝑠𝑣𝑖𝑜| 

 (21) 



 36 

A presença de cores, permite ao utilizador identificar visualmente possíveis outliers no IFS, como ilustra 

a Figura 15. 

 

Figura 15 - Representação dos outliers no IFS 

Relativamente ao tratamento de outliers e roturas identificados, é normalmente utilizada a procura do 

período anterior ou as previsões calculadas pelo sistema para a substituição da procura do período no 

qual é identificado um outiler. Estas alterações são efetuadas manualmente produto a produto, não tendo 

sido definida até à data uma regra standard para as mesmas, ou seja, a substituição encontra-se ao 

critério do colaborador responsável. 

No que diz respeito aos efeitos promocionais, estes poderão ser detetados automaticamente pelos limites 

de confiança determinados pelo sistema. Caso tal não se suceda, o utilizador deverá identificar estes 

casos manualmente. Na correção é retirado o efeito promocional anteriormente previsto. 

Através desta análise verificou-se que todo o processo para a correção do histórico é muito moroso e 

complicado para os colaboradores, pois sendo necessário efetuar todo o tratamento dentro do IFS, é 

necessário percorrer todos os produtos um a um e corrigir os mesmos manualmente. As dificuldades 

reveladas ao longo deste processo levou a que se verificasse que em muitas das situações os outliers 

acabavam por não ser corrigidos, o que poderá potencialmente gerar um impacto significativo na geração 

de previsões. Numa análise efetuada ao mês de dezembro de 2020, antecedente ao início do projeto, 

verificou-se a existência de 61% de casos identificados como outliers, um valor muito elevado. 

Geração de previsões 

O processo de geração de previsões é iniciado com a escolha dos métodos de previsão para cada um 

dos produtos. O IFS apresenta um conjunto de métodos de previsão que se encontram descritos no 

subcapítulo 2.3.1.. Devido à recente introdução do novo software, foi decido pela equipa de planeamento 

que inicialmente seria utilizado o modelo Bayesian para todos os produtos, independentemente das suas 
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características. A escolha deste método em detrimento dos restantes, deveu-se essencialmente ao facto 

de ser um modelo que, pelas suas características, revela uma boa capacidade de previsão global no que 

à seleção de um só método para todos os produtos diz respeito, pois possui a capacidade de conectar 

quatro modelos distintos, diminuindo assim ineficiências presentes nestes métodos em alguns casos 

específicos.  

Durante a análise verificou-se também que para os produtos Make-to-order (MTO) não se encontrava 

definido um procedimento para o tratamento dos mesmos. No entanto, a empresa tinha como objetivo 

estabelecer um procedimento inicial para a geração de previsões para estes tipos de produtos. Desta 

forma, o presente projeto contemplou o desenvolvimento de uma ação para a inicialização do cálculo de 

previsões para produtos MTO, caracterizados por possuírem uma procura muito irregular e difícil de ser 

prevista. 

Relativamente às previsões associadas a campanhas, devido à suas características distintas face a 

períodos não-promocionais, estas são tratadas pela empresa de forma destinta, e, por isso, serão 

posteriormente abordadas numa subsecção dedicada às mesmas. 

Ajustes de previsões 

Após concluída a fase de geração de previsões, o IFS por defeito determina uma previsão para o período 

seguinte ao atual, numa base mensal, e para os posteriores onze meses é replicada a mesma previsão 

calculada para o primeiro período, conforme ilustrado na Figura 16. 

 

Figura 16 - Geração de previsões no IFS 
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No entanto, o IFS oferece a possibilidade de adicionar um índice de sazonalidade às previsões através 

de dois mecanismos: 

• Mecanismo automático: 

Ao selecionar a opção de “Automatic” num dos campos disponibilizados pelo IFS denominado de 

“Seasonal Profile”, o DP do IFS irá calcular automaticamente um índice de sazonalidade para cada 

período. O cálculo de sazonalidade automático varia consoante a quantidade de histórico disponível para 

o produto. Se o produto possuir menos de dois anos de histórico o cálculo do índice de sazonalidade por 

produto é efetuado mensalmente segundo a fórmula 22: 

 𝐼𝑆𝑛 =  
𝑚é𝑑𝑖𝑎(𝐷𝑛)

𝑚é𝑑𝑖𝑎(𝑚é𝑑𝑖𝑎(𝐽𝑎𝑛𝑒𝑖𝑟𝑜 .  𝐷𝑒𝑧𝑒𝑚𝑏𝑟𝑜))
 (22) 

Onde 𝑛 corresponde ao mês em análise e 𝐼𝑆 ao índice de sazonalidade calculado para o período em 

questão, onde é efetuada a divisão da média da procura 𝐷𝑛 para o mês em análise, pela média da 

média anual da procura, ou seja, na presença de dois anos de histórico é calculada a média da procura 

para cada ano, e de seguida efetuada a média dos dois anos.  

Por outro lado, se o produto possuir mais de três anos de histórico, o cálculo do índice de sazonalidade 

é efetuado a partir das fórmulas 23 e 24: 

 𝐼𝑆𝑛,1 =  
𝐷𝑛

𝐷𝑛−6 + 𝐷𝑛−5+. . . +𝐷𝑛+. . . 𝐷𝑛+6

13

  (23) 

 

 𝐼𝑆𝑛 = 𝑚é𝑑𝑖𝑎(𝐼𝑆𝑛,1)  (24) 

Nestes casos, inicialmente para cada mês do histórico é efetuada a divisão da procura pela média 

centrada, sendo considerando um ano para o cálculo. Posteriormente, é calculada a média dos índices 

determinados para os períodos homólogos do período em análise. 

• Mecanismo Manual: 

Por outro lado, é também possível definir um perfil de sazonalidade manualmente. A criação de um perfil 

de sazonalidade é independente de um produto, sendo que, após a sua criação, este poderá ser alocado 

a um produto específico ou a um conjunto de produtos. A utilização do mecanismo manual é uma 

ferramenta útil para a criação de cenários otimistas e/ou pessimistas, o que permite atuar de uma forma 

ágil em situações excecionais, onde seja necessário corrigir rapidamente as previsões. No entanto, este 
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mecanismo possui uma característica estática, sendo sempre necessário atualizar estes índices 

manualmente. 

A criação de um índice de sazonalidade pelo processo manual é concretizada numa base mensal, onde 

a média do índice de sazonalidade definido para a cada mês deverá ser igual a um. O IFS 

automaticamente realiza a normalização dos índices de sazonalidade através da fórmula 25:  

 ∑ 𝐼𝑆𝑛 = 𝑁

𝑁

𝑛=1

  (25) 

𝑁 representa o número de períodos para um ciclo de sazonalidade e 𝐼𝑆𝑛 o índice de sazonalidade 

mensal. 

Após a criação de um índice de sazonalidade, verifica-se uma alteração nas previsões oferecidas pelo 

IFS, conforme ilustrado na Figura 17. 

 
Figura 17 - Geração de previsões no IFS após a aplicação dos índices de sazonalidade 

Para além de alterações efetuadas aos índices de sazonalidade, é também nesta fase que os 

colaboradores do planeamento efetuam alguns ajustes manuais às previsões caso sintam necessidade 

para tal. Estes ajustes são normalmente efetuados a um nível agregado, mas excecionalmente são 

também efetuadas alterações às previsões desagregadas. Para além destas alterações, neste ponto do 

processo poderão ser também adicionados inputs indicados pelas equipas comerciais, que por vezes, 

devido a acontecimentos relevantes no mercado, enviam ao planeamento um pedido de alteração das 

previsões por produto ou família de produtos. 
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Validação das previsões  

Após os ajustes efetuadas, existe uma breve análise das previsões, não existindo qualquer tipo de alertas 

criados pelo sistema ou externamente para a validação das previsões obtidas. Por conseguinte, existe 

um elevado risco de as previsões geradas possuírem valor excessivamente desviados da realidade, 

podendo afetar assim a credibilidade do sistema e a usabilidade das previsões geradas. 

Cálculo externo de previsões promocionais 

Conforme indicado anteriormente, o cálculo de previsões em contexto promocional é efetuado 

externamente, fora do sistema. Este cálculo é efetuado pelas equipas comerciais, não existindo uma 

metodologia clara definida, sendo estas previsões muita das vezes apenas baseadas no histórico de 

promoções semelhantes ou em opiniões qualitativas. Na Figura 18 é possível verificar a forma como são 

enviadas as informações relativas às campanhas por parte das equipas comerciais. 

 

Figura 18 - Informações das campanhas indicadas pelas equipas comerciais 

Como se pode também verificar, para além da quantidade que se prevê vender durante o período de 

campanha, apenas são indicadas as datas de início e fim da campanha, assim como a designação da 

mesma. A reduzida quantidade de informação leva a que não seja possível efetuar conexões robustas 

entre campanhas e consequentemente definir um processo capaz de gerar previsões. Encontram-se 

assim em falta diferentes variáveis que possuem um grande impacto nas promoções. 

Após diversas reuniões com equipas comerciais, identificou-se uma característica própria das 

campanhas da CIN, os períodos de sell-in e sell-out, que são descritos como: 

• Período de sell-in: período no qual a promoção é oferecida inicialmente aos clientes retalhistas; 

• Período de sell-out: sucede-se o período de sell-in. Neste período as promoções são oferecidas 

aos consumidores finais, nas lojas CIN e retalhistas. 

O tempo associado a cada período varia consoante a campanha, sendo estimado pelas equipas 

comerciais que em média o período de sell-in representa entre 20% a 30% do tempo de campanha. Estes 
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dois períodos acabam por normalmente apresentar volumes de procura distintos. Apesar de se revelar 

uma informação com um impacto significativo no comportamento das vendas, as datas associadas a 

cada um dos períodos não são fornecidas ao planeamento, o que consequentemente faz com que não 

seja possível ajustar as previsões entre os dois períodos, da melhor forma. 

Inserção das previsões de campanha no IFS 

Após receber as previsões das campanhas determinadas pelas equipas comerciais, a equipa de 

planeamento fica responsável por inserir as mesmas dentro do sistema. Para cada produto é necessário 

inserir as seguintes informações no IFS: 

• Designação da campanha; 

• Data de início e fim da campanha; 

• Previsão de vendas extra da campanha face a um período regular.  

Quanto à indicação da previsão de vendas extra da campanha face a um período regular, o IFS, após a 

inserção da campanha, soma às previsões regulares já calculadas por si as previsões inseridas para a 

campanha. Por outro lado, as equipas comerciais enviam o valor total para o período de campanha, 

sendo que, desta forma, a equipa de planeamento fica responsável por subtrair as previsões das equipas 

comerciais pelas previsões regulares já calculadas pelo sistema, antes de inserir as campanhas no IFS. 

Apesar das campanhas serem inseridas dentro do IFS, verificou-se uma falta de confiança no impacto 

produzido pelas previsões na produção. Desta forma, existia como prática habitual a alteração manual e 

forçada dos SS antes das campanhas, para que o planeamento mestre despoletasse atempadamente 

todas as necessidades. Após a conclusão da campanha, o SS era reposto para os valores anteriores à 

mudança. 

Desta forma, conclui-se que todo o processo de inserção de campanhas no IFS é muito moroso e pouco 

eficiente, potencializando a existência de erros. A alteração forçada do SS para as campanhas devido a 

desconfiança em todos os processos existentes, é também uma medida pouco eficiente e que poderá 

originar problemas graves caso o SS não seja alterado atempadamente. 

3.3.2. Monitorização das previsões 

Na CIN, devido à integração do novo software, ainda não se encontrava definido um processo 

padronizado para a monitorização da performance das previsões. Como se pode visualizar na Figura 19, 

o IFS no DP oferece uma ferramenta onde é possível elaborar uma query e assim selecionar um conjunto 
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de produtos, mediante uma característica do mesmo, ou selecionando um valor específico para um ou 

mais KPIs disponibilizados pelo IFS, destacando-se o MAPE e o Bias. 

 

Figura 19 - Query do IFS 

Após a colocação dos filtros pretendidos é possível agrupar os produtos resultantes e assim analisar o 

comportamento de cada um de forma agregada ou desagregada. No entanto esta é uma análise muito 

pouco eficiente, sendo difícil retirar conclusões relevantes acerca da performance das previsões. Através 

da query, o IFS oferece também um gráfico denominado de “Error/Analysis Graph”, representado na 

Figura 20.  

 

Figura 20 - Error/Analysis Graph 

No gráfico cada uma das bolhas representa um produto, e o seu posicionamento varia consoante a 

volatilidade da procura (eixo do x) e a Precisão das previsões (eixo do y). Para facilitar a identificação dos 

casos mais críticos a analisar, é adicionada uma cor à bolha mediante o seu posicionamento no gráfico. 

A dimensão da bolha encontra-se associada ao peso das vendas do produto. 

Apesar deste gráfico revelar algumas informações interessantes para a monitorização da performance 

das previsões, possui várias limitações, nomeadamente o facto de se tornar um gráfico muito confuso 

quando selecionada uma quantidade significativa de produtos, e também o facto de ser posteriormente 
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necessário navegar manualmente produto a produto no sistema, o que torna a análise muito demorada 

para o utilizador. 

Relativamente ao processo de análise dos produtos identificados pelas análises anteriores o IFS oferece 

um conjunto de KPIs na sua interface que permitem ao utilizador efetuar algumas monitorizações, como 

ilustrado na Figura 21. 

 

Figura 21 - KPIs apresentados no IFS 

No entanto, derivado da forma como estas métricas são calculadas surgem algumas limitações: 

• O cálculo dos KPIs é efetuado tendo por base um número de períodos do histórico definido 

inicialmente na implementação do sistema, não sendo por isso possível filtrar por datas e/ou 

avaliar a evolução dos mesmos no IFS; 

• Alterando o modelo de previsão selecionado, a métrica Explanation Forecast, que representa as 

previsões históricas para o modelo selecionado, é recalculada. No entanto, todas as métricas, 

exceto a métrica “Performance Factor”, são calculadas utilizando apenas o Historical Forecast, 

que não varia consoante o modelo selecionado, tornando-se assim complicado avaliar de uma 

forma direta na interface, melhorias provenientes de uma alteração do modelo de previsão. 

Assim, pela falta de um processo normalizado e sistemático para a monitorização das previsões, um 

passo extremamente importante para garantir que objetivos definidos sejam atingidos, verifica-se uma 

oportunidade de melhoria que poderá ter um impacto muito relevante na prevenção de erros 

significativos. A CIN realiza previsões para um conjunto considerável de produtos, sendo por isso 

insustentável a revisão e validação manual de previsões para todos eles, mesmo utilizando as 

ferramentas disponíveis pelo IFS, o que poderá originar à não deteção sistemática de grandes desvios. 

3.3.3. Reflexão da análise ao processo de planeamento da procura 

Globalmente, o processo de planeamento da procura é considerado pouco eficiente e demorado. A 

previsão do sistema é subvalorizada e carece de confiança no seio das equipas comerciais. O processo 
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atual necessita de ferramentas padronizadas que poderiam potencialmente apoiar a geração, validação 

e monitorização das previsões. Consequentemente, a equipa de planeamento não valida na totalidade 

as previsões do sistema, uma vez que exigiria uma extensa validação manual. Da mesma forma, em 

contexto promocional, cada membro da equipa comercial necessita de elaborar previsões para cada 

Stock Keeping Unit (SKU), nas suas próprias ferramentas, independentemente da importância da SKU 

para a empresa e independentemente da Precisão do sistema para esse mesmo produto. Por vezes, e 

devido às razões mencionadas, as previsões fornecidas pelas equipas comerciais são baseadas em 

fatores qualitativos, não beneficiando de previsões estatísticas, e distribuindo o seu esforço através de 

uma miríade de produtos diferentes, independentemente da qualidade do seu contributo face à previsão 

estatística. Deste modo, num processo onde as ineficiências apresentadas se verificam, existe 

potencialmente uma Precisão reduzida, ou a uma utilização ineficiente dos recursos disponíveis. 

3.4. Processo de S&OP 

A CIN possui um processo de S&OP estipulado que é desenvolvido trimestralmente e efetuado por 

segmentação de produto. Este processo colmata numa reunião organizada pela equipa de planeamento, 

onde se encontram envolvidos os diretores do departamento de planeamento de produção, vendas e 

compras. As reuniões de S&OP são divididas por DC agrupada. Em cada uma das reuniões S&OP estão 

presentes os diretores das equipas comerciais das DCs envolvidas. À data de início de projeto 

encontravam-se inseridas neste processo apenas 3 DCs. No entanto, um dos objetivos futuros era a 

inclusão de mais uma DC. 

3.4.1. Descrição do processo de S&OP 

O processo inicia-se pela análise dos resultados do trimestre anterior onde é utilizado como base um 

relatório elaborado pelo planeamento, em Excel. Este relatório contém uma análise macro do 

comportamento das vendas, onde normalmente os produtos são agregados por classe ABC e por unidade 

de negócio (UN). Os principais KPIs apresentados são: o nível de serviço, a percentagem de vendas 

associada a cada classe ABC e UN, e os desvios verificados face às previsões oferecidas pelo responsável 

da área comercial na reunião de S&OP do trimestre anterior. Após a análise ao relatório elaborado, o 

responsável da área comercial indica a sua estimativa para as vendas do trimestre seguinte, oferecendo 

também alguns pontos de informação associados ao mercado, e que possam ser relevantes para os 

restantes departamentos, de modo que assim exista uma boa coordenação entre todos. Da mesma 



 45 

forma, todos os departamentos são também convidados a indicar pontos de interesse para discussão, 

que possam ser relevantes para a boa sintonia na atuação futura do departamento. 

Para além da análise macro efetuada, o planeamento, por norma, efetua também uma análise às dez 

famílias de produtos com maior peso de vendas na CIN e às dez famílias de produtos com maiores 

desvios apresentados no último trimestre. Nesta análise são apresentados os mesmos KPIs utilizados na 

análise macro, sendo que o objetivo passa por examinar, em casos mais específicos, possíveis problemas 

ocorridos e causas associadas. 

3.4.2. Resultados esperados 

O resultado principal esperado pela empresa ao elaborar um processo de S&OP é o alinhamento e 

coordenação entre toda a empresa. Este alinhamento e coordenação são normalmente conseguidos na 

sua maioria, uma vez que o envolvimento e participação dos diversos departamentos origina uma 

discussão saudável entre todos, levando sempre à idealização de pontos de melhoria. Através desta 

integração, é possível verificar o seu benefício pela obtenção de resultados inerentes a todas as áreas de 

negócio, nomeadamente: 

• Redução dos custos da cadeia de abastecimento, através da possível redução da quantidade em 

stock originada pela boa comunicação entre departamentos; 

• Melhoria operacional contínua, uma vez que a empresa valoriza simultaneamente o desempenho 

global e desenvolvimentos nas diversas áreas funcionais; 

• Aumento do nível de serviço, alcançado principalmente devido à melhor precisão das previsões, 

elevada eficiência operacional e boa gestão de stocks. 

3.4.3. Conclusões da avaliação 

Embora a presença de um processo S&OP consistente da empresa seja inegável, a sua eficácia e 

eficiência poderão ser sempre alvo de melhorias. Como esperado, quanto mais precisa for a previsão, 

menor será o stock necessário a ser mantido e mais suaves serão todos os processos operacionais. 

Estes benefícios têm um impacto claro ao nível dos custos e recursos necessários para os alcançar. O 

processo atual apoia a quantificação dos ganhos obtidos essencialmente através do nível de serviço 

alcançado e desvios verificados entre as vendas e as previsões. No entanto, estes benefícios poderão ser 

alavancados pela introdução de novos KPIs e pela criação de análises mais dinâmicas. É também 

importante denotar que para a construção dos relatórios em Excel por parte do planeamento verifica-se 

um processo com algumas ineficiências e muito demorado, onde é necessário recolher constantemente 
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os dados necessários e criar as análises desenvolvidas. Este processo muito demorado potenciava alguns 

atrasos nas reuniões trimestrais de S&OP. 

3.5. Descobertas e principais conclusões 

A análise crítica realizada ao departamento de planeamento da procura e ao processo de S&OP permitiu 

a identificação de conclusões-chave que poderiam ser potencialmente aproveitadas para oportunidades 

de melhoria. A Tabela 6 oferece uma visão global do estado atual da empresa, onde os principais 

problemas identificados são estruturados. O capítulo seguinte aborda as questões identificadas e 

descreve as soluções e metodologias aplicadas para resolver os problemas diagnosticados. 

Tabela 6 - Principais problemas diagnosticados 

Área Problemas diagnosticados 

Geração de previsões Dificuldades na correção e preparação do histórico da procura 

Processos redundantes e demorados 

Falta de confiança nas previsões calculadas  

Definição de um modelo de previsão para todos os produtos 

Validação manual das previsões com poucos procedimentos 

estabelecidos 

As promoções e outros eventos relevantes não estão assinalados no 

histórico de vendas 

Previsões para as campanhas calculadas apenas pelas equipas 

comerciais 

Processo manual de inserção das campanhas no sistema muito 

demorado 

Não caracterização das campanhas 

Monitorização de previsões Dificuldades na monitorização das previsões 

Falta de uma análise da existência de tendências de erros na previsão 

e erros sistemáticos 

S&OP Dificuldades na preparação dos relatórios 

Análises estáticas e efetuadas a nível muito macro 
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4. APRESENTAÇÃO DAS PROPOSTAS DE MELHORIA 

Este capítulo tem como objetivo resumir as medidas desenvolvidas para resolver as questões 

identificadas e para melhorar o desempenho do departamento de planeamento, principalmente no que 

às previsões de vendas diz respeito. Inicialmente será apresentado um breve resumo das ações de 

melhoria, e de seguida será apresentada uma descrição detalhada de cada uma.  A Tabela 7 expõe as 

ações de melhoria desenvolvidas para a resolução conjunta de todos os problemas identificados no 

capítulo anterior. 

Tabela 7 - Ações de melhoria desenvolvidas 

Área Iniciativas 

Geração de previsões Novos procedimentos para tratamento do histórico  

Novo procedimento para a escolha de um modelo de previsão 

Elaboração de um procedimento para o tratamento de campanhas  

Monitorização de previsões Criação de uma nova dashboard para a monitorização de previsões 

Novo processo de monitorização 

S&OP Criação de uma nova dashboard de apoio ao S&OP 

4.1. Tratamento do histórico 

Um dos principais problemas identificados foi a dificuldade em preparar o histórico da procura dos 

produtos. A preparação do histórico da procura é um passo essencial para a boa criação de previsões. 

A presença de acontecimentos não expectáveis no histórico ou a não ligação entre produtos substitutos, 

é algo que posteriormente será replicado nas previsões originando assim um maior desvio entre as 

previsões e as vendas.  

Desta forma, com o objetivo de alavancar todo o processo de correção do histórico, tornando-o mais 

eficiente e normalizado, foram elaboradas três ações de melhoria: 

• Correção das diferenças no histórico da procura entre o IFS e o ASW (software antigo); 

• Criação de um novo procedimento para identificação e correção de outliers; 

• Melhoria do procedimento associado à inserção no sistema dos casos em que um produto 

substituto herda o histórico do produto substituído. 
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4.1.1. Correção das diferenças no histórico da procura entre o IFS e o ASW  

No que diz respeito à transição do histórico dos produtos, para garantir um bom funcionamento de todo 

o processo de previsões, foi fulcral efetuar uma análise a todos os dados e validar se os mesmos se 

encontravam em conformidade entre os dois softwares. Desta forma, para todos os produtos de lote foi 

extraída a procura histórica do mês de novembro de 2020 presente nos dois softwares. De seguida foram 

agrupados todos casos em que existiam diferenças e procedeu-se à realização de reuniões formais e 

informais com a equipa de planeamento e a equipa de TI, com vista a identificar as causas para as 

diferenças assinaladas.  

4.1.2. Procedimento para o tratamento de outliers 

Através desta análise verificou-se que todo o processo para a correção do histórico é um processo muito 

moroso e complicado para os colaboradores, pois efetuando todo o tratamento dentro do IFS é necessário 

percorrer todos os produtos um a um e corrigir os mesmos manualmente caso seja identificado um 

outlier. A dificuldade deste processo levou a que se verificasse que em muitas das situações os outliers 

acabavam por não ser corrigidos, o que potencialmente possuía um enorme impacto da geração de 

previsões. 

Após uma análise a todas as possibilidades para a realização do tratamento do histórico dentro do 

sistema, verificou-se que devido ao elevado tempo despendido para tal, faria sentido recorrer a outras 

ferramentas externas para melhorar todo o processo. Desta forma, desenvolveu-se uma análise externa, 

que será descrita de seguida. 

Inicialmente elaborou-se junto da equipa de TI um Quick Report (QR), um relatório em Excel onde é 

possível extrair informações do sistema para serem analisadas externamente, e que, após a sua criação, 

poderá ser gerado sempre que o utilizador desejar, sendo apenas necessário indicar algumas 

informações de input. Neste caso em específico é necessário indicar a data para a qual se pretende 

efetuar a análise. Na Figura 22 é possível analisar todos os dados extraídos pelo QR.  
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Figura 22 - QR outliers 

As primeiras cinco colunas do QR são informações retiradas diretamente do sistema. A criação das 

restantes seis colunas exigiu a aplicação de cálculos e metodologias sobre dados do sistema, que passam 

a ser descritas de seguida:  

• Outlier Type 

Para a determinação desta coluna, inicialmente são calculados os limites de confiança pela fórmula 20 

apresentada no subcapítulo 3.3.1. Após o cálculo do limite de confiança é atribuído um número ao outlier 

consoante as condições apresentadas na fórmula 26:  

  {
1
2
3

  
:
:
∶
  

|𝐷𝑒𝑠𝑣𝑖𝑜| ≤ 1 ∗  𝐶𝑜𝑛𝑓𝑛

   1 ∗  𝐶𝑜𝑛𝑓𝑛 < |𝐷𝑒𝑠𝑣𝑖𝑜| ≤ 2 ∗  𝐶𝑜𝑛𝑓𝑛 

2 ∗  𝐶𝑜𝑛𝑓𝑛 < |𝐷𝑒𝑠𝑣𝑖𝑜|
 (26) 

• Outlier  

Aqui é indicado se, no caso em análise, a procura registada deverá ser considerada um outlier, pela 

seguinte condição:  

  { 
𝐹𝑎𝑙𝑠𝑒
𝑇𝑟𝑢𝑒
𝑇𝑟𝑢𝑒

   
:
:
∶
    

𝑂𝑢𝑡𝑙𝑖𝑒𝑟 𝑇𝑦𝑝𝑒 =  1
𝑂𝑢𝑡𝑙𝑖𝑒𝑟 𝑇𝑦𝑝𝑒 =  2
𝑂𝑢𝑡𝑙𝑖𝑒𝑟 𝑇𝑦𝑝𝑒 =  3

  (27) 
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• P1 e P2 

Após a identificação de um outlier, são sugeridas duas propostas de correção. A fórmula 28 apresenta a 

Proposta 1 e a fórmula 29 a Proposta 2: 

 𝑃1𝑛 = 0.7 ∗
𝐷𝑛−12 + 𝐷𝑛−11+. . . +𝐷𝑛−1

12
+ 0.3 ∗ 𝐷𝑛−12 (28) 

 

 𝑃2𝑛 = 𝐹𝑛 (29) 

• Sugested Demand 

Calculadas as duas propostas de correção é sugerida uma ao utilizador, sendo esta determinada através 

das condições representadas nas fórmulas 30, 31 e 32: 

 𝐷𝑖𝑓1 = |𝐷 − 𝑃1| (30) 

 

 𝐷𝑖𝑓2 = |𝐷 − 𝑃2| (31) 

 

 𝑆𝑢𝑔𝑒𝑠𝑡𝑒𝑑 𝐷𝑒𝑚𝑎𝑛𝑑 = {  
𝑃1

𝑃2

  
:
:
    

𝑚𝑖𝑛(𝐷𝑖𝑓1, 𝐷𝑖𝑓2) = 𝐷𝑖𝑓1

𝑚𝑖𝑛(𝐷𝑖𝑓1, 𝐷𝑖𝑓2) = 𝐷𝑖𝑓2
 (32) 

• Check 

Após verificar-se que, em alguns casos, as propostas de correção apresentavam valores muito 

diferenciadas entre si, foi criado um alerta, onde, nos casos em que existe uma diferença superior a 20% 

entre as duas possíveis correções sugeridas (limite definido junto da equipa de planeamento), na coluna 

Check estes casos são identificados. Uma elevada diferença entre as duas propostas poderá sugerir que 

o produto em análise possui um comportamento muito irregular, e que, consequentemente, deverá será 

necessário analisá-lo com um maior detalhe e assim determinar se o outlier deverá ou não ser removido. 

Deste modo, o utilizador poderá efetuar uma análise muito mais eficiente utilizando o QR, sendo 

facilmente identificáveis os casos em que poderá existir um outlier e oferecida uma sugestão para a sua 

correção. Caso contrário, o utilizador teria de efetuar uma avaliação produto a produto dentro do sistema 

e nos casos de deteção de outliers seria necessário determinar manualmente o valor para o qual 

substituir a procura. Isto levava a que a grande maioria dos outliers acabassem por não ser corrigidos, 

e mesmo quando corrigidos, o novo valor para a procura nem sempre era o mais indicado. 
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Complementariamente a esta análise foram também definidos os seguintes procedimentos para casos 

específicos onde é conhecida uma variação na procura não habitual, mas que poderão não ser detetados 

como outliers pela análise: 

• Exportações: Eliminação da procura proveniente de vendas para exportação, pois na sua maioria 

são pedidos MTO, e que normalmente possuem um caráter isolado, não se repetindo ao longo 

do tempo, como por exemplo pedidos para obras específicas; 

• Promoções: Eliminação do efeito proveniente de uma promoção realizada, pois caso contrário 

existirá um possível incremento nas previsões que não é justificável devido ao término da 

promoção; 

• Roturas de stock: Na presença de roturas de stock estas deverão ser também removidas do 

histórico da procura, pois a inexistência de vendas poderá não significar diretamente que não 

existiu uma procura por parte do cliente. 

Nestes casos indicados, a determinação do valor para o qual corrigir o histórico da procura poderá ser 

obtido utilizando o QR para a análise global dos outliers, onde para todos os produtos é oferecida uma 

proposta de correção.  

4.1.3. Hereditariedade 

Antes da aplicação do novo processo, era necessário inserir manualmente no sistema, produto a produto, 

todos os produtos a ser substituídos, assim como as datas de início e fim do histórico que se pretendia 

importar do produto substituído. Este era um processo extremamente demorado, sendo que se chegou 

a constatar a necessidade de atualizar 600 substituições de uma só vez. Assim, para melhorar todo 

processo de inserção de hereditariedade, juntamente com a equipa de IT foi desenvolvido um processo 

simples para inserção automática de todas as informações necessárias, e de forma massiva. 

Após a receção das substituições de produtos por parte das equipas comerciais, o novo processo inicia-

se com o preenchimento de um template desenvolvido, conforme ilustrado na Figura 23. 
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Figura 23 - Template de Hereditariedade  

Criado o template o utilizador apenas necessita de efetuar o upload num portal, que se encontra 

conectado ao IFS, e posteriormente toda a informação será atualizada no sistema. Os procedimentos 

criados dentro do sistema para a atualização automática da informação, foram desenvolvidos pela equipa 

de TI, sendo que para tal existiu um contacto próximo, tendo sido efetuadas diversas reuniões para o 

desenvolvimento desta aplicação.  

4.2. Seleção dos modelos de previsão 

O IFS possui um conjunto de modelos de previsão que deverão ser selecionados pelo utilizador para 

cada produto, assim como os parâmetros utilizados. Devido à recente introdução do software, a equipa 

do planeamento optou pela utilização do método de previsões Bayesian para todos os produtos, não 

tendo sido efetuada uma análise a todos os modelos disponibilizados. Complementariamente, verificou-

se uma dificuldade acrescida em avaliar o comportamento dos diversos modelos de previsão utilizando 

apenas as ferramentas disponibilizadas pelo IFS. Assim, com o intuito de otimizar a utilização dos 

modelos disponibilizados, e melhorar assim a precisão nas previsões de vendas, foi desenvolvido um 

programa recorrendo ao software Python. 

O processo de seleção desenvolvido é fundamentalmente composto por cinco partes: recolha e 

tratamento de todos os dados necessários; reprodução dos métodos de previsão no programa em 

Python; criação de clusters de produtos mediante as características da sua procura; avaliação de qual o 

método de previsão mais indicado para cada cluster de produtos identificado; e, por fim, a criação de 

procedimentos para alguns casos específicos. De seguida, será efetuada uma descrição em maior 

detalhe de cada uma das partes. 
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4.2.1. Recolha e tratamento de dados 

O conjunto de dados utilizado pelo optimizador é extraído do IFS através de um QR criado pela equipa 

de TI exclusivamente para este efeito. O QR contém três anos de vendas mensais e a classe ABC dos 

produtos que será utilizada durante a análise. Para esta análise apenas foram considerados produtos de 

lote. 

4.2.2. Reprodução dos métodos de previsão no programa em Python 

Para a análise efetuada foram reproduzidos os métodos de previsão descritos no subcapítulo 2.3.1, no 

programa criado em Python. Os modelos foram validados utilizando produtos de teste, onde os resultados 

das previsões geradas para todos os métodos, após alguns aperfeiçoamentos efetuados, verificaram-se 

iguais aos verificados no IFS, garantindo-se assim que todas as análises efetuadas e comparações com 

o IFS teriam por base exatamente os mesmos métodos de previsão. 

4.2.3. Criação de clusters de produtos 

Para a análise optou-se por agrupar os produtos em clusters mediante as suas características, tendo 

sido selecionados os seguintes indicadores: 

• Classe ABC: A análise ABC é uma informação já extraída através do IFS, pelo que não existe a 

necessidade de voltar a recalcular.  

• Classe XYZ: Foi efetuada uma análise XYZ que permite avaliar a variabilidade da procura de um 

produto. Os cálculos para esta análise foram efetuados conforme apresentado no Apêndice 1 – 

Análises complementares ao comportamento dos produtos. 

• Tendência: Para a identificação de existência de tendência nas séries temporais foi utilizado o 

teste de análise de tendência Mann-Kendall. Este teste de tendência é utilizado para identificar 

em séries temporais a existência de tendências consistentemente crescentes ou decrescentes. 

O facto de ser um teste não paramétrico, possibilita a sua utilização para todas as distribuições, 

não sendo necessário que os dados se encontrem normalizados.   

• Sazonalidade: Os produtos foram também testados quanto à presença de sazonalidade 

utilizando o método de auto correlação descrito no Apêndice 2 - Indicadores e métodos 

estatísticos para a análise de séries temporais. 

• White Noise: A existência de White noise surge quando um conjunto de valores ou uma série 

temporal inteira não apresenta qualquer tipo de auto correlação. Assim, ao ser testado o White 

Noise, espera-se que os coeficientes de auto correlação sejam próximos de 0 (para além de 
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variações aleatórias), com 95% dos valores calculados dentro dos limites definidos. 

Habitualmente, os modelos estatísticos não conseguem explicar por completo a variação 

verificada em séries temporais. Nestes casos, considera-se, frequentemente, que alguns dos 

dados são ruídos. Esta afirmação é refutável no caso da presença de um grande valor de auto 

correlação, ou se mais de 5% dos coeficientes estão para além dos limites. Em caso afirmativo, 

deve assumir-se que os valores estabelecidos ou a série temporal inteira possui uma correlação 

ainda por explicar (Hyndman e Athanasopoulos, 2018). Para este teste, inicialmente as séries 

temporais foram decompostas, como descrito no Apêndice 3 - Decomposição de séries 

temporais, removendo-se assim a possível existência de tendência e sazonalidade. 

Posteriormente foi aplicado o teste Ljung–Box, um teste aplicado aos resíduos de uma série 

temporal após a sua decomposição, com o intuito de avaliar a presença de ruido. 

• Intermitência: A presença de intermitência nas séries temporais poderá ter um elevado impacto 

no cálculo de previsões utilizando os métodos de previsão. No entanto existe um método de 

previsões específico para estes casos, o método de Croston, descrito no subcapítulo 2.3.1.. 

Assim, é essencial identificar estes produtos, sendo-lhes alocado diretamente este método de 

previsão. 

4.2.4. Determinação do melhor método 

De seguida é descrito o algoritmo construído no Python para a determinação do melhor método a alocar 

a cada produto segundo o método SSE descrito por Hyndman e Athanasopoulos (2018): 

1. Para cada produto, utilizando os dois primeiros anos, como dados de treino, cálculo das 

previsões para o ano seguinte, utilizando cada um dos métodos de previsão. Deste modo, obtém-

se uma combinação de previsões entre produtos e métodos de previsão. A Figura 24 exemplifica 

o resultado pretendido após este passo. 
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Figura 24 - Cálculo de previsões para o terceiro ano utilizando os dois primeiros 

2. Determinação dos indicadores referidos no subcapítulo anterior e criação de clusters, conforme 

exemplificado na Tabela 8. Os produtos onde é detetada intermitência são agrupados 

diretamente no mesmo cluster, independentemente dos outros indicadores. 

Tabela 8 - Exemplificação da criação de clusters 

Produtos ABC XYZ Tendência Sazonalidade White noise Intermitência Cluster 

A1 A X     A 

A2 C Z +    B 

A3 A X     A 

A4 B Y     C 

A5 B X -    D 

 

3. Para cada cluster de produtos, agregação das previsões calculadas por método. Ou seja, por 

cada cluster x método são adicionadas as previsões de cada produto. 

4. Agregação da procura verificada para o terceiro ano, por cluster. 

5. Avaliação de cada método por cluster, através do cálculo do SSE utilizando os resultados obtidos 

nos pontos 3 e 4. 

6. Seleção do método com menor MAPE para cada cluster. Para o cluster onde se encontram os 

produtos com intermitência é atribuído diretamente o método de Croston. 
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Assim, através deste algoritmo é possível determinar-se qual o modelo mais indicado para cada conjunto 

de produtos, mediante o valor do SSE. Posteriormente, os resultados deverão ser analisados com 

atenção, e após a aceitação dos mesmos dever-se-á proceder à alteração no IFS dos métodos de previsão 

para cada produto. Os resultados obtidos serão descritos no próximo capítulo. 

4.2.5. Procedimentos estabelecidos para casos específicos 

Um dos objetivos do departamento de planeamento era a iniciação do desenvolvimento de previsões 

para produtos Make-to-order (MTO), o que não era efetuado até então. Tendo estes produtos uma procura 

muito complicada de prever, devido à dificuldade em identificar padrões nos comportamentos de compra, 

decidiu-se estabelecer um procedimento inicial para a alocação de métodos de previsão a estes produtos. 

Para a determinação destes métodos, decidiu-se agrupar os produtos MTO em três categorias: 

• Produtos novos: produtos com pouco histórico, menos de um de ano; 

• Produtos intermitentes: produtos onde se verifique a presença de intermitência na sua procura; 

• Restantes produtos. 

De seguida, foi efetuada uma análise agregada aos diferentes métodos de previsão para cada grupo. 

Esta análise decorreu no IFS, onde foi utilizado como KPI o Adjustment Factor. O Adjustment Factor 

expressa a diferença entre a previsão histórica e a previsão calculada automaticamente pelo sistema 

após a seleção de um modelo. Um resultado de 10% significa que a previsão histórica é 10% mais precisa 

do que a previsão do novo método selecionado, e -10% significa que a precisão da previsão do novo 

modelo é 10% superior à da previsão histórica. Desta forma ao agregar os produtos, foi analisado qual o 

resultado obtido pelo Adjustment Factor para cada modelo, e selecionado aquele que apresenta um 

menor valor, o que significa que a sua precisão com base no histórico é superior. Os resultados obtidos 

são analisados no capítulo seguinte. 

4.3. Tratamento de campanhas 

Com vista a solucionar todos os problemas verificados no tratamento de campanhas, foram 

desenvolvidas diversas iniciativas, nomeadamente:  

• Caracterização e codificação das campanhas;  

• Desenvolvimento de um novo processo para a inserção das previsões no IFS;  

• Criação de modelos de previsão específicos para campanhas;  

• Tratamento das previsões para os períodos pré e pós campanha;  
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• Integração dos períodos de sell-in e sell-out nas previsões. 

4.3.1. Caracterização e codificação das campanhas 

Um dos primeiros passos a ser desenvolvido no contexto das vendas promocionais, foi a caracterização 

e codificação da campanha. Este é um passo extremamente importante, pois a correta caracterização e 

identificação das campanhas dentro do IFS permitirá estabelecer relações entre campanhas, sendo este 

um ponto essencial para a boa determinação de previsões para procura em períodos promocionais. 

Relativamente à caraterização das campanhas, foram definidas as seguintes informações que deverão 

ser indicadas pelas equipas comercias em futuras promoções: 

• Preço; 

• Disposição do artigo em loja; 

• Tipologia da campanha (anúncio nas redes sociais, televisão, folhetos, …); 

• Tipologia do desconto (desconto percentual, compre X pague Y, compre o produto A e receba o 

produto B); 

• Características do produto; 

• Período temporal (fim-de-semana, feriado, época festiva). 

Todas as promoções possuem características distintas, e apenas na presença destas informações é que 

será possível estabelecer ligações entre as várias promoções, e assim criar um sistema capaz de efetuar 

previsões com dados históricos. 

No que diz respeito à codificação da campanha, ao inserir uma campanha no IFS é necessário introduzir 

um código para a mesma, sendo este o ponto de ligação entre campanhas no IFS. Antes de iniciada esta 

ação de melhoria, não existia um critério estandardizado para a criação deste código. Assim, para que 

futuramente fosse possível relacionar as campanhas entre si pelas suas características, foi elaborada 

uma primeira versão de uma nomenclatura standard para os códigos das campanhas, ilustrada na Figura 

25. 

 

Figura 25 - Nova codificação de campanhas 
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Futuramente é pretendido que na presença de todas as informações necessárias mencionadas 

anteriormente estas sejam incluídas de uma forma direta ou indireta no código da campanha.  

4.3.2. Novo processo para a inserção das previsões no IFS 

Antes da aplicação do novo processo, era necessário inserir manualmente no sistema todas as 

campanhas, uma a uma, indicando o incremento espectável na procura, e as datas de início e fim da 

campanha. Sendo este um processo muito demorado, foi desenvolvido juntamente com a equipa de IT 

um processo simples para inserção automática de todas as informações necessárias, e de forma 

massiva. 

Após a receção de novas campanhas por parte das equipas comerciais, o novo processo inicia-se com o 

preenchimento de um template desenvolvido, conforme ilustrado na Figura 26. 

 

Figura 26 - Template para a inserção de campanhas 

Através deste template o utilizador deverá preencher as colunas a laranja com a informação proveniente 

das equipas comerciais. No ficheiro onde se encontra esta folha, está também presente uma folha com 

as previsões dos produtos. De forma automática são criadas as duas colunas a azul, sendo que as 

previsões são provenientes da folha mencionada, e posteriormente as quantidades previstas pela equipa 

comercial para a promoção são subtraídas às previsões, sendo gerada a coluna com a quantidade 

prevista para a campanha.  

Após o preenchimento, é também gerada uma nova folha Excel onde são colocadas as campanhas no 

formato correto para serem inseridas no IFS através do procedimento criado juntamente com a equipa 

de IT. A Figura 27 ilustra a nova folha criada. 
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Figura 27 - Template para importação de campanhas no IFS 

4.3.3. Criação de modelos de previsão específicos para campanhas 

Como referido anteriormente as previsões para as campanhas da CIN são efetuadas pelas equipas 

comerciais, sem que exista a utilização de um método estatístico robusto específico para campanhas. 

Desta forma, e analisando o caso específico da CIN, foram definidos três modelos de previsão: Moving 

Average, Lift 1 e Lift 2. Os modelos Lift 1 e Lift 2 foram criados tendo por base a abordagem descrita por 

Trapero et al. (2015) onde a previsão é calculada através de um incremento percentual previsto face a 

uma base regular. De seguida, os três modelos serão explicados em detalhe. 

Moving Average 

O modelo Moving Average é um método de previsão simples, mas que em diversos casos se apresenta 

como um bom método. Desta forma, este foi um dos modelos escolhidos para ter em consideração nas 

previsões para períodos promocionais, onde é efetuado um cálculo da média das vendas para o produto 

em questão nas promoções anteriores. 

Lift 1 

A CIN apresenta um elevado número de campanhas a decorrer mensalmente, e estas, devido às suas 

características, revelam um comportamento diferente por parte do consumidor, mesmo em promoções 

efetuadas para um mesmo produto, mas com características diferentes, como por exemplo o período 

temporal em que é efetuada a promoção. Desta forma, nos casos em que um produto está perante duas 

ou mais campanhas distintas em períodos temporais distintos, o modelo Moving Average poderia ser 

insuficiente para conseguir identificar as variações na procura causadas pelo período temporal em 

questão. Assim, foi desenvolvido o método Lift 1 que se caracteriza pela aplicação de um incremento 

percentual a uma baseline previamente determinada. Este método segue o algoritmo apresentado de 

seguida:  
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1. Determinação da baseline: 

Neste método a baseline é determinada através do cálculo da média da procura dos últimos dois anos, 

sendo removidos todos os tipos de outliers, incluindo roturas de stock e promoções. 

2. Cálculo do incremento percentual: 

Para o cálculo do incremento percentual, inicialmente é utilizada a fórmula 33 para todas as promoções 

anteriores, onde é determinada a percentagem de aumento nas vendas no período em análise face à 

média da procura dos dois anos anteriores, excluídos/excluindo todos os outliers.  

  𝐼𝑛(%) =
𝑃𝑛

𝑃𝑛−1 + 𝑃𝑛−2+. . . +𝑃𝑛−24

24

∗ 100% (33) 

Onde 𝑃𝑛 representa a procura e 𝐼𝑛 o incremento percentual para o período 𝑛. 

Após o cálculo do incremento percentual para todas as promoções anteriores, é efetuada a média dos 

incrementos, segundo a fórmula 34. 

  𝐼𝐹𝑛(%) =
𝐼1 + 𝐼2+. . . +𝐼𝑛

𝑛
 (34) 

Onde 𝐼𝐹 representa o incremento final. Na Tabela 9 encontra-se exemplificada a determinação do 

incremento percentual.  

Tabela 9 - Determinação do incremento percentual 

Período 
Média da Procura 

dos últimos 2 anos 
Procura verificada Incremento 

1 356 562 57,86 % 

2 485 795 63,32 % 

3 328 528 60,97 % 

4 524 854 62,97 % 

  Incremento final 61,28 % 
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3. Aplicação do incremento sobre a baseline: 

Após determinada a baseline e o incremento é calculada a previsão sendo efetuada a aplicação direta 

do incremento sobre a previsão através da fórmula 35. 

 𝐹 = 𝑏 + 𝑏 ∗ 𝐼𝐹(%) (35) 

Onde 𝑏 representa a baseline e 𝐹 a previsão final. 

Lift 2 

O método Lift 2 segue a mesma metodologia que o método Lift 1, existindo duas alterações no cálculo 

da baseline e do incremento: 

• Baseline: Ao invés de utilizar a média dos últimos dois anos para o cálculo, é utilizada a previsão 

regular calculada pelo sistema; 

• Incremento: O cálculo dos incrementos percentuais verificados nas promoções anteriores é 

determinado através da percentagem de aumento nas vendas no período em análise face à 

previsão regular.  

4.3.4. Tratamento das previsões para os períodos pré e pós campanha 

A presença de campanhas nos processos de venda da empresa deverá possuir uma grande relevância 

no cálculo das previsões de vendas, pois devido à sua natureza é capaz de alterar significativamente o 

comportamento dos clientes, sendo que, em traços gerais, provoca um aumento da procura durante o 

período de campanha, mas simultaneamente poderá diminuir a procura nos períodos precedentes e 

posteriores à campanha. Será normal em muitas das situações, que a partir do momento em que o 

cliente é notificado da existência de uma campanha, este acabe por aguardar por esse momento para 

efetuar as suas compras, salvo necessite urgentemente do produto em questão. Um comportamento 

semelhante poderá desenrolar-se no período pós campanha, onde depois dos clientes se abastecerem 

em maiores quantidades do que seria normal durante o período de campanha, verifica-se uma dilatação 

do intervalo temporal entre duas compras. 

Assim, com vista a oferecer um maior controlo sobre o impacto das campanhas no DP, foi criado o 

campo “Campaign profile” onde será atribuído a cada produto uma classificação com base no seu 

comportamento em campanha. Inicialmente foram definidas três classificações possíveis, representadas 

na Tabela 10: 
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Tabela 10 - Classificações do campo "Campaign Profile" 

Campaign Profile Description 

0 Low impact 

1 Medium impact 

2 High impact 

 

Para a determinação do perfil da campanha para cada produto deverá ser analisado o peso da campanha 

num período estipulado entre o pré e pós campanha. Este período poderá variar entre campanhas. 

Assim, é sugerido considerar a data de início o momento em que a campanha é comunicada aos clientes, 

e para data do término, adicionar 1/3 do tempo de campanha à data final da mesma. Assim, calculada 

a percentagem de vendas verificada durante o período de campanha, as mesmas serão caracterizadas 

pelas seguintes regras: 

• Low impact: Campanhas representam entre 0% a 30% da procura verificada no período definido. 

• Medium impact: Campanhas representam entre 30% a 60% da procura verificada no período 

definido. 

• High impact: Campanhas representam entre 60% a 100% da procura verificada no período 

definido. 

A definição das percentagens foi inicialmente definida juntamente com a equipa de planeamento, sendo 

que futuramente estão poderão sofrer alterações. Definida a classificação para cada produto, o objetivo 

será no futuro não só analisar por grupo o comportamento dos seus produtos associados, assim como 

também, através da determinação do impacto que uma campanha provoca nos períodos pré e pós 

campanha, definir uma forma de atuar nas previsões por forma a não só aumentar possivelmente as 

previsões para o período de campanha, como também reduzir as previsões nos períodos pré e pós 

campanha, aumentando assim a precisão das previsões para estes períodos. Devido à duração do projeto 

não foi possível desenvolver de uma forma mais aprofundada este tópico. 

4.3.5. Integração dos períodos de sell-in e sell-out nas previsões 

Verificado o elevado impacto que os períodos de sell-in e sell-out possuem na procura, foi definido que 

as datas associadas a estes períodos deveriam ser incluídas no template de inserção de campanhas, 

para que posteriormente sejam efetuadas alterações às previsões. Para tal, através da análise de 

campanhas anteriores, verifica-se o impacto que estes períodos possuem nas campanhas. Definida esta 
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percentagem para cada produto, de seguida as previsões globais da campanha deverão ser divididas 

pelos dois períodos mediante o peso atribuído a cada um. 

4.4. Monitorização de previsões 

Um dos problemas identificados que resulta em alguma desconfiança nas previsões calculadas pelo 

sistema é a falta de monitorização das mesmas. As ferramentas de análise oferecidas pelo IFS apenas 

permitem efetuar análises muito limitadas, não sendo possível analisar por exemplo o comportamento 

das previsões em períodos temporais específicos. Assim, torna-se complicado efetuar um processo de 

afunilamento até identificação de causas raiz para problemas verificados a um nível macro. Desta forma, 

foi desenvolvida uma dashboard em Power BI capaz de permitir que o utilizador consiga efetuar esta 

monitorização de forma intuitiva e dinâmica. 

4.4.1. Dados de input da dashboard de monitorização das previsões 

Para a construção da dashboard, foi desenvolvido um QR junto da equipa de IT com todos os dados 

necessários. No QR criado foram considerados os últimos três anos de histórico destacando-se a inclusão 

das seguintes informações para cada produto: 

• Classe ABC 

• Classe XYZ 

• Segmento do produto 

• Previsões históricas 

• Procura histórica ajustada 

4.4.2. Construção da dashboard de apoio à monitorização das previsões 

Recebidos os dados de input procedeu-se ao desenvolvimento da dashboard em Power BI. Nesta foram 

calculadas algumas métricas que permitem avaliar a performance das previsões, como o MAPE, Bias e 

a Precisão. Com as métricas definidas, procedeu-se de seguida à criação dos gráficos, tabelas e filtros. 

Foram desenvolvidas três vistas distintas que permitem efetuar uma análise completa, partindo de um 

nível macro e chegando à identificação das causas raiz para problemas verificados. A primeira vista 

apresenta uma análise global da performance das previsões, a segunda uma análise por classe ABC/XYZ 

e a terceira uma análise ao nível dos produtos e famílias de produtos. Na Figura 28, Figura 29 e Figura 

30 é possível visualizar as vistas criadas. No Apêndice 4 - Dashboard de apoio à monitorização das 
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previsões, é explicado em detalhe o objetivo de cada um dos gráficos e tabelas. Por motivos de 

confidencialidade foi necessário proceder à omissão de alguns de dados. 

 

 

Figura 28 - Vista global da performance das previsões na dashboard de monitorização das previsões 
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Figura 29 - Vista de análise por classe ABC/XYZ na dashboard de monitorização das previsões 

 

Figura 30 - Vista de análise por produtos e/ou famílias de produtos na dashboard de monitorização das previsões 
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4.4.3. Procedimento de análise da dashboard de monitorização das previsões 

Na utilização da dashboard o utilizador poderá inicialmente filtrar os produtos a considerar nas análises 

pelas suas características, caso assim o deseje. Os filtros encontram-se na parte superior de todas as 

vistas, e encontram-se interligados entre as vistas, permitindo assim que não seja necessário modificar 

os filtros em cada uma das vistas quando se pretenda analisar um conjunto de produtos específico. Foi 

definido o seguinte procedimento para a utilização da dashboard: 

1. A análise deverá ser iniciada na primeira vista onde é oferecida uma análise global da evolução 

da procura e das previsões, assim como do desvio associado. Aqui é possível, a um nível macro, 

iniciar a identificação dos segmentos de produtos onde possam existir maiores erros nas 

previsões.  

2. De seguida, tendo por base as informações recolhidas e filtros aplicados na primeira vista, a 

segunda vista oferece quatro análises por classe ABC/XYZ, que permitem assim adicionar à 

informação dos segmentos de produtos com maior erro, quais os quadrantes ABC/XYZ que 

apresentam um maior desvio. 

3. Na última vista é oferecida uma análise por produto e família de produtos. Aqui poderá analisar-

se com maior detalhe quais os produtos com maior impacto na performance das previsões.  

4. Concluídas as análises efetuadas pela dashboard, o utilizador será capaz de identificar o produto 

ou os conjuntos de produtos que maiores desvios apresentam, sendo este um ponto de partida 

para a identificação das causas raiz juntamente com os restantes departamentos, com por 

exemplo marketing e vendas, e por conseguinte definição de ações de melhoria. 

4.5. S&OP 

Conforme indicado por (Thomé et al., 2012) a utilização de dashboards no processo S&OP é essencial 

para servir de suporte a análises efetuadas. No entanto verificou-se que o planeamento desenvolvia 

trimestralmente uma dashboard recorrendo ao Excel, onde era necessário percorrer um processo muito 

moroso, o que potenciava atrasos nas reuniões trimestrais de S&OP. Para além do aspeto mencionado, 

também se verificava uma reduzida quantidade de análises, análises estas que eram desenvolvidas a 

um nível muito macro, que, apesar de ser o pretendido nestas reuniões, por vezes gerava-se a 

necessidade de analisar casos mais específicos, como por exemplo ao nível do SKU, para que fosse 

possível identificarem-se algumas causas raiz para os problemas em questão. 
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No seguimento das dificuldades verificadas, foi desenvolvida uma dashboard em PowerBI de apoio às 

reuniões trimestrais de S&OP. Como indicado anteriormente, a CIN separa as reuniões de S&OP pelas 

DCs. Devido a algumas especificidades presentes em algumas DCs, decidiu-se desenvolver uma 

dashboard específica para cada uma, sendo assim construídas quatro dashboards. No entanto, no 

cômputo geral todas partilham os mesmos princípios. A descrição exposta de seguida, será focada na 

dashboard mais completa e complexa. 

4.5.1. Dados de input da dashboard de apoio ao S&OP 

Para a construção da dashboard, foi desenvolvido um QR junto da equipa de IT com todos os dados 

necessários. No QR criado foram considerados os últimos dois anos de histórico e um ano de previsões, 

destacando-se a inclusão das seguintes informações para cada família de produto: 

• Classe ABC 

• Classe XYZ 

• Segmento do produto 

• Previsões históricas 

• Procura histórica ajustada 

Tendo em conta que, até à data, não era possível extrair do IFS a procura histórica por DC, recorreu-se 

a uma ferramenta comercial externa ao IFS, denominada de “Hyperion”. Nesta ferramenta encontram-

se registadas as vendas desagregadas por DC. Desta forma, foi também criado um ficheiro proveniente 

desta ferramenta, onde são indicadas as vendas por família de produtos e DC.  

Com o objetivo de se começar a comparar previsões futuras do sistema com previsões efetuadas pelas 

equipas comerciais em alguns casos específicos, foi também colocado como input para a dashboard um 

ficheiro que contenha estas previsões das equipas comerciais. 

4.5.2. Construção da dashboard de apoio ao S&OP 

Recebidos os dados de input procedeu-se ao desenvolvimento das dashboards em Power BI. Nesta foram 

calculadas algumas métricas que permitem avaliar a performance das previsões no trimestre passado, 

como por exemplo o MAPE e o Bias. É também efetuado o cálculo de diversas percentagens que facilitem 

a identificação dos conjuntos de produtos com mais volume. Com as métricas definidas, procedeu-se de 

seguida à criação dos gráficos, tabelas e filtros. Foram desenvolvidas três vistas distintas que permitem 

efetuar uma análise completa, desde um nível macro a um nível mais desagregado. A primeira vista 

apresenta uma análise global da performance das previsões e da procura. A segunda revela uma análise 
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completa a um conjunto de vinte famílias de produtos definidos pela equipa de planeamento, 

normalmente os critérios de seleção são as dez famílias de produtos com maior volume de vendas e as 

dez famílias de produtos com maiores desvios nas previsões face à procura. Por fim, a terceira vista é 

semelhante à segunda, onde passam a ser apresentados todas as famílias de produtos ordenadas. Por 

defeito as famílias de produtos são ordenadas por ordem decrescente do desvio em valor, mas caso 

assim se deseje, poder-se-á ordenar as famílias por outro critério, sendo estas tabelas totalmente 

dinâmicas. Na Figura 31, Figura 32 e Figura 33 é possível visualizar as vistas criadas. No Apêndice 5 - 

Dashboard de apoio ao S&OP, é explicado em detalhe o objetivo de cada um dos gráficos e tabelas. Por 

motivos de confidencialidade foi necessário proceder à omissão de alguns de dados.   
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Figura 31 - Vista global da performance das previsões e procura na dashboard de S&OP 
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Figura 32 - Vista global do comportamento das previsões e da procura na dashboard de S&OP 
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Figura 33 - Vista da análise a todas as famílias de produtos na dashboard de S&OP 
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5. ANÁLISE E DISCUSSÃO DE RESULTADOS 

Neste capítulo, são apresentados os resultados obtidos pela aplicação das propostas de melhoria 

descritas no capítulo anterior. As propostas apresentadas foram todas implementadas no decorrer do 

projeto, exceto os modelos de previsão para campanhas e o perfil de campanhas, não se tendo verificado 

a possibilidade de aplicar estas ações por insuficiência de tempo disponível para a concretização do 

projeto. 

Os efeitos verificados pela implementação das ações de melhoria, em alguns dos casos são apresentados 

de uma forma holística. Isto deve-se principalmente ao facto de se verificar que, em diversas situações, 

existe uma correlação direta entre iniciativas, o que dificulta a medição isolada dos efeitos despoletados 

por cada uma. 

5.1. Tratamento do histórico 

5.1.1. Diferenças no histórico da procura entre o IFS e o ASW 

Pela análise efetuada aos dados de histórico para o mês de novembro de 2020 entre os dois softwares, 

verificou-se que existiam diferenças em 58,72% dos casos. Desta análise destacou-se a presença de 

valores de venda negativos, presentes em alguns casos no novo software, e o facto de diversos produtos 

possuírem uma diferença absoluta entre os dois softwares superior a 100%. 

Após uma análise aprofundada aos casos com maior erro, juntamente com elementos do departamento 

de planeamento e de TI, identificaram-se as possíveis causas e soluções para os problemas verificados. 

Na Tabela 11 encontram-se presentes os principais problemas identificados e as respetivas soluções, 

onde foi possível reduzir de 58,73% para 3,18%, a percentagem de casos com diferenças entre os dois 

softwares. 
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Tabela 11 - Problemas identificadas e soluções desenvolvidas para as diferenças no histórico 

 Problema Resolução 

 Diferenças nos armazéns considerados Considerar os mesmos armazéns 

 
Produtos de Indústria associados à empresa 

errada 

Passagem do histórico para a empresa 

correta 

 
Presença de encomendas servidas via 

fornecedor  

Não considerar no histórico 

 Consideração de devoluções ao fornecedor Não considerar no histórico 

 Devoluções Descontar devoluções 

% de erros 58,72% 3,18% 

 

A correção de 94,5% dos erros existentes no histórico permitiu assegurar uma maior fiabilidade e precisão 

dos resultados obtidos no cálculo de previsões a partir do novo software. Esta correção representou 

também um impacto muito relevante em todas as outras análises e ações de melhoria realizadas ao 

longo do projeto que tiveram como base o histórico dasvendas extraído do novo software. 

5.1.2. Tratamento de outliers 

A criação de um procedimento para o tratamento de outliers traz como principal benefício a remoção no 

histórico da procura de fatores esporádicos que afetaram as vendas, sendo assim criada uma base mais 

fiável para a geração de novas previsões. 

Após a implementação deste novo procedimento, tendo por base o histórico de vendas do mês de junho 

de 2021, foi possível identificar que num universo de 2203 produtos, 39,62% dos casos foram detetados 

como outliers. Na Tabela 12 é apresentada a distribuição da percentagem de outliers pelas categorias 

definidas no capítulo anterior, e o desvio percentual absoluto entre a nova procura sugerida e as vendas 

históricas verificadas. 

Tabela 12 - Resultados do novo procedimento de identificação de outliers 

Oultier Type % de casos Desvio percentual absoluto 

2 23,60% 43,45% 

3 16,02% 65,90% 

Global 38,62% 56,24% 
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Nesta análise, verificaram-se algumas dificuldades em avaliar de forma concreta o impacto isolado desta 

ação de melhoria na precisão das previsões futuras, pois foram simultaneamente desenvolvidas e 

implementadas diversas ações de melhoria com impacto na geração das previsões. No entanto, tendo 

em conta o procedimento anterior, onde era necessário percorrer todos os produtos um por um para 

identificar e corrigir os outliers manualmente, espera-se que a implementação do novo procedimento, 

crie um impacto muito positivo, ao serem removidos de forma massiva os efeitos criados por fatores 

esporádicos, difíceis ou impossíveis de prever. 

5.1.3. Hereditariedade  

A criação de um novo procedimento para a inserção da hereditariedade, permitirá reduzir muito o esforço 

necessário por parte da pessoa responsável por atualizar esta informação. No procedimento standard, 

era necessário inserir cada substituição de produtos caso a caso dentro do sistema, o que demorava 

cerca de 20 segundos para cada caso. Em algumas situações, são alterados os códigos de famílias 

inteiras, o que pode representar dezenas de SKU’s. O novo procedimento, independentemente da 

quantidade de substituições, tem a duração máxima de cinco minutos, o que revela assim uma enorme 

redução no tempo necessário para garantir que as ligações entre produtos que se substituem são 

indicadas ao sistema, e assim o histórico do produto substituído poderá ser utilizado para a geração de 

previsões do produto substituto. 

Pela redução do tempo necessário, eliminam-se também os riscos de existirem produtos que acabam 

por não ser conectados, e de haver ligações que não são inseridas no sistema a tempo da criação mensal 

das previsões. 

5.2. Seleção dos modelos de previsão 

A seleção dos modelos de previsão descrita na secção 4.2 deverá ser efetuada numa base mensal, onde 

é indicado para cada produto qual o modelo de previsão a utilizar no IFS. A Figura 34 representa a 

percentagem de produtos aos quais foi atribuído cada um dos métodos de previsão, na primeira vez que 

o procedimento foi utilizado, onde foram considerados os produtos de lote e o histórico de três anos até 

ao mês de junho de 2021. 
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Figura 34 - Percentagem de produtos por método de previsão 

Através do cálculo da Precisão no período de teste, ou seja, o último ano de histórico, foi possível efetuar 

comparações entre as previsões determinadas utilizando o modelo Bayesian para todos os produtos e 

as previsões recalculadas utilizando os novos métodos de previsão definidos. A Figura 35 ilustra os 

resultados obtidos. 

 

Figura 35 - Comparação da Precisão entre o método antigo e os novos métodos definidos 

Em todos os casos verificou-se um aumento da Precisão nas previsões, exceto no modelo Naïve onde 

houve uma redução de 9%. Globalmente houve uma melhoria de 4% na Precisão, um resultado positivo 

tendo em consideração a elevada variabilidade da procura originada por fatores externos no período em 

análise.   

Tendo por base os resultados obtidos, foi desenvolvida uma análise mais profunda aos casos para os 

quais foi selecionado o modelo Naïve, sendo este o terceiro modelo mais vezes selecionado. Foram 

identificados três clusters de produtos aos quais foi alocado o modelo Naïve, tendo sido verificados os 

seguintes comportamentos na procura histórica dos produtos:  
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• Cluster 1: neste cluster todos os produtos apresentavam alguma procura nos dois primeiros 

anos de histórico. Porém, no último ano, o ano utilizado para a escolha do modelo, não 

apresentavam qualquer venda. 

• Cluster 2: os produtos alocados a estes clusters não possuíam qualquer procura nos dois 

primeiros anos de histórico, verificando-se apenas procura no último ano, o ano de teste. Todos 

os procutos alocados a este cluster eram produtos AZ segundo as classes ABC e XYZ, sendo que 

apresentavam um elevado volume de vendas no último ano, mas simultaneamente uma elevada 

variabilidade na procura. 

• Cluster 3: estes produtos apresentavam características similares ao do cluster 2, sendo que se 

diferenciavam na classe ABC, sendo produtos CZ segundo as classes ABC e XYZ. Assim, estes 

produtos apresentavam um baixo volume de vendas no último ano e uma elevada variabilidade 

na procura. 

Examinando o comportamento da procura dos produtos, o principal motivo pelo qual o modelo Naïve ter 

sido o escolhido deve-se essencialmente ao facto de no cluster 1 os produtos não possuírem qualquer 

procura no último ano e nos clusters 2 e 3 apenas existir procura no último ano. Deste modo, o modelo 

Naïve, por ser um modelo que se adapta rapidamente a alterações bruscas no comportamento da 

procura, revelou-se o melhor método segundo o algoritmo criado para a seleção do método de previsão. 

No entanto, como se pode verificar, este método apresentou uma performance inferior face ao modelo 

Bayesian, sendo que a causa identificada para este resultado foi o facto dos produtos que possuem 

procura no último ano serem todos produtos Z segundo a classe XYZ, apresentando assim uma elevada 

variabilidade na procura. Assim, o modelo Naïve nos períodos iniciais onde os produtos começam a 

apresentar procura, revela-se superior aos restantes, mas após alguns períodos, verificando-se variações 

bruscas na procura, este método diminui drasticamente a sua performance, sendo a previsão de um 

período igual à do período anterior. 

Para solucionar estas situações e garantir a melhor capacidade possível para prever a procura, decidiu-

se manter o modelo Bayesian em todos os produtos com as características dos clusters 2 e 3 e aos 

quais foi alocado o modelo Naïve. 
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5.3. Tratamento de campanhas 

5.3.1. Codificação das campanhas 

A nova codificação desenvolvida para as campanhas permitirá que seja possível relacionar, dentro do 

IFS, campanhas de um mesmo produto ou entre produtos, mediante as suas características. Assim, 

futuramente será possível incluir no cálculo das previsões para campanhas de um produto, informações 

extraídas de outros produtos, mas com características semelhantes, como por exemplo a percentagem 

de desconto. Para além deste benefício, verificar-se-á também uma maior facilidade na pesquisa das 

campanhas no IFS, assim como uma maior fiabilidade e confiança nas informações inseridas para cada 

campanha. 

5.3.2. Novo processo de inserção de campanhas 

A criação de um novo procedimento para a inserção de campanhas no IFS torna toda esta tarefa muito 

mais simplificada, especialmente quando se trata de uma inserção massiva de campanhas. Por ano a 

CIN realiza dezenas de campanhas. Pelo processo standard seria necessário inserir as previsões e 

identificar as campanhas no IFS, uma a uma para cada produto. Neste processo, era também necessário 

que o utilizador calculasse manualmente as previsões a inserir. As previsões indicadas pelas equipas 

comerciais contemplavam simultaneamente as previsões de venda regulares e as previsões de vendas 

originadas pelas campanhas. No IFS, as previsões inseridas para uma campanha são posteriormente 

somadas às previsões regulares já determinadas. Assim, para que não se verificasse uma duplicação de 

previsões, era então necessário subtrair para cada campanha as previsões das equipas comerciais pelas 

previsões regulares do IFS. 

Pelo procedimento stantard, a inserção de uma campanha para um produto poderia demorar cerca de 

40 segundos, sendo que pelo novo procedimento, a inserção em massa de campanhas, 

independentemente da quantidade de campanhas e produtos, demora cerca de 2 minutos. Na CIN 

verifica-se a realização de diversas campanhas recorrentemente, sendo que em cada uma encontram-se 

presentes vários produtos. Desta forma, facilmente será verificada uma elevada redução do tempo 

necessário para a inserção de campanhas no IFS, sendo também reduzida a probabilidade de as 

campanhas serem inseridas tardiamente, e diminuída a possibilidade de existirem erros. 

5.3.3. Novas previsões para campanhas  

Pela implementação dos novos métodos definidos para a criação de previsões especificamente para 

campanhas, e o posterior ajuste das previsões tendo em conta o campaign profile do produto e os 
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períodos de sell-in e sell-out, espera-se uma melhoria significativa na Precisão das previsões em períodos 

de campanha face ao processo anterior, onde as equipas comerciais determinavam as previsões com 

pouco recurso a métodos quantitativos. 

5.4. Novo procedimento para a monitorização de previsões 

O novo procedimento desenvolvido para a monitorização de previsões ofereceu à equipa de planeamento 

a capacidade de efetuar uma análise vertical ao comportamento das previsões, facilitando a identificação 

de problemas, sendo assim originados pontos para análise específicos. Destas análises espera-se a 

deteção das causas para os problemas verificados e o consequente desenvolvimento de melhorias, que 

em última instância espera-se que tenham um efeito positivo na Precisão das previsões. 

5.5. Benefícios no processo de S&OP 

As soluções apresentadas e a criação da dashboard de apoio ao S&OP apresentam benefícios qualitativos 

e quantitativos num contexto de S&OP. Presume-se que os resultados quantitativos ilustrados na Figura 

35 se fazem sentir em toda a cadeia de S&OP, nas áreas de produção, reabastecimento e distribuição. 

Apesar de cada área conter o seu próprio conjunto de restrições, custos e aspetos que influenciam a 

quantificação do impacto causado, as melhorias desenvolvidas em torno da Precisão das previsões 

aumentam também a eficiência operacional. Espera-se assim que cada área recolha benefícios, uma vez 

verificadas melhorias no planeamento da procura a diferentes níveis.  

O desenvolvimento de uma reunião trimestral entre as diversas áreas fomenta a colaboração entre cada 

uma das unidades e contribui para uma maior coesão em relação aos objetivos empresariais. Neste 

sentido, ao apresentar um conjunto de análises ao comportamento das previsões e da procura, a 

dashboard desenvolvida para apoiar o S&OP permite determinar os principais pontos de discussão com 

vista a melhorar continuamente a integração e cooperação entre as diversas áreas. A eficiência do 

processo S&OP é assim, melhorada, uma vez que pela realização destas reuniões presume-se o 

desenvolvimento de ações de melhoria contínua para o processo. 
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CONCLUSÃO 

O presente projeto de dissertação teve como objetivo principal melhorar os processos inerentes ao 

planeamento da procura num contexto S&OP, tendo sido concretizado numa empresa produtora de tintas 

com uma elevada quantidade de produtos distintos. Este projeto envolveu uma pesquisa aprofundada 

sobre as diversas componentes associadas ao planeamento da procura, com vista a que de uma forma 

conjunta se verificassem benefícios pelo desenvolvimento e introdução de ações de melhoria.  

A revisão da literatura realizada permitiu adquirir conhecimento acerca das diversas áreas em estudo, 

nomeadamente os processos associados ao planeamento da procura e ao processo S&OP. 

Posteriormente, tendo por base toda a informação recolhida foi concretizado um diagnóstico à situação 

da empresa onde o projeto se desenvolveu. Pelo diagnóstico, foi possível compreender o funcionamento 

do planeamento da procura nos diversos subprocessos, onde se destacou a preparação dos dados, a 

geração de previsões e a monitorização das mesmas. Assim, foi possível identificar os principais 

problemas existentes nas áreas supracitadas, tendo estes sido agregados em cinco tópicos principais: 

tratamento do histórico, criação de previsões, tratamento de campanhas, monitorização de previsões e 

processo S&OP. De seguida, foram desenvolvidas diversas ações de melhoria para resolver os problemas 

identificados. 

Um dos principais problemas identificados foi a dificuldade em preparar o histórico da procura dos 

produtos, sendo este um passo essencial para a boa criação de previsões. Com o objetivo de alavancar 

todo o processo de correção do histórico, tornando-o mais eficiente e normalizado, foram desenvolvidas 

três ações de melhoria, nomeadamente: correção de diferenças existentes no histórico da procura entre 

o IFS e o ASW (software ERP antigo), a criação de um novo procedimento para identificação e correção 

de outliers, e um novo procedimento para a inserção de hereditariedade no sistema. 

Com o intuito de otimizar a utilização dos modelos de previsão disponibilizados pelo IFS, e melhorar 

assim a precisão nas previsões de vendas, foi desenvolvido um programa recorrendo ao software Python. 

O programa é composto por cinco partes distintas: recolha e tratamento de todos os dados necessários; 

replicação dos modelos de previsão; criação de clusters de produtos mediante as características da sua 

procura; avaliação de qual o método de previsão mais indicado para cada cluster de produtos 

identificado; e, por fim, a criação de procedimentos para alguns casos específicos.  

A realização de campanhas provoca um comportamento distinto na procura do consumidor, o que por 

sua vez exige um tratamento especial na geração de previsões para estes períodos face a períodos 
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regulares (períodos onde a procura não é influenciada pela existência de campanhas). Para solucionar 

os problemas verificados procedeu-se à criação de um novo sistema de caracterização e codificação das 

campanhas, ao desenvolvimento de um novo processo para a inserção de previsões para campanhas no 

IFS, à criação de modelos de previsão específicos para campanhas, e ao desenvolvimento de 

procedimentos para ajustar as previsões tendo em conta os períodos pré e pós campanha e os períodos 

de sell-in e sell-out. 

Relativamente à monitorização de previsões foi desenvolvida uma dashboard em Power BI capaz de 

permitir que o utilizador consiga efetuar uma análise ao comportamento da procura e das previsões de 

uma forma intuitiva e dinâmica. Assim, foi possível aumentar a confiança nas previsões geradas pelo 

sistema, melhorando todo o processo de identificação de problemas a um nível macro e micro. 

Por último, pelo desenvolvimento das ações de melhoria mencionadas são esperados benefícios ao nível 

do S&OP, sendo que melhorias verificadas em todo o processo de planeamento da procura revelam um 

impacto positivo na eficiência operacional das áreas de produção, reabastecimento e distribuição. 

Complementariamente, foi desenvolvida um dashboard em Power BI de apoio às reuniões trimestrais de 

S&OP realizadas com as diversas áreas de negócio. As análises desenvolvidas ofereceram a capacidade 

de identificar os principais pontos de discussão com vista a melhorar continuamente a integração e 

cooperação entre as diversas áreas.  

Desta forma, efetuando um balanço final foi possível verificar melhorias a diversos níveis. No que ao 

tratamento do histórico diz respeito, foi possível corrigir 94,5% dos erros detetados na integração do 

histórico, assim como aumentar a fiabilidade das previsões geradas pelo sistema, através dos novos 

procedimentos para a identificação e correção de outliers, e inserção de hereditariedade. Adicionalmente, 

pela aplicação das ações de melhoria no processo de planeamento da procura, verificou-se uma melhoria 

global de 4% na Precisão das previsões, um resultado positivo tendo em consideração a elevada 

variabilidade da procura originada por fatores externos no período em análise. Ao nível das campanhas, 

apesar de não ter sido possível a implementação de todas as ações desenvolvidas, espera-se uma 

melhoria significativa na Precisão das previsões. Pela aplicação conjunta de todas as ações de melhoria, 

o processo S&OP é colateralmente beneficiado em todas as suas vertentes. Desta forma, de um modo 

geral, foram encontradas respostas para os tópicos de investigação estipulados e cumpridos os objetivos 

propostos para o projeto. 

Ao longo do projeto foram encontradas diversas dificuldades o que levou a diversos ajustes no plano 

definido inicialmente, sendo a maior dificuldade o tempo definido para o projeto, que se revelou curto 
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para a quantidade de iniciativas que se desejava concretizar. Devido a esta restrição, algumas das ações 

de melhoria não puderam ser desenvolvidas da forma mais robusta possível. No entanto, pela conclusão 

do presente projeto, são sugeridos alguns passos futuros para colmatar algumas lacunas. É sugerido o 

desenvolvimento de melhorias na integração do novo programa externamente desenvolvido em Python 

no IFS. Complementariamente, para os modelos de previsão utilizados, a otimização dos parâmetros 

associados poderá oferecer ganhos significativos na Precisão das previsões. Paralelamente, sugere-se a 

implementação dos modelos de previsão específicos para campanhas, e posterior aperfeiçoamento dos 

mesmos. Todo o processo de geração de previsões para campanhas poderá ser alavancado pela 

introdução de mais informações relevantes por parte das equipas comerciais, como por exemplo a 

percentagem de desconto e/ou a tipologia da campanha. É de denotar que, em alguns momentos, ao 

elaborar certos procedimentos, a utilização de limites numéricos foi estabelecida através de conversações 

com os colaboradores sem uma base estatística, normalmente derivado da falta de dados ou falta de 

tempo disponível, pelo que se sugere a realização futura de análises de sensibilidade para todos os 

limites numéricos estabelecidos. Relativamente ao processo de S&OP, sugere-se testar a alteração da 

realização das reuniões entre as diversas áreas de uma base trimestral para uma base mensal, o que 

poderá aumentar ainda mais a proximidade entre as áreas envolvidas e incrementar a capacidade de 

reação da empresa como um todo a impactos causados por fatores externos e/ou internos que afetem 

toda a eficiência operacional.  
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APÊNDICE 1 – ANÁLISES COMPLEMENTARES AO COMPORTAMENTO DOS PRODUTOS 

Análise ABC 

A análise ABC tem como objetivo dividir os artigos segundo o volume das vendas. A divisão resulta em 

três categorias, que seguem o princípio de Pareto: 

• Produtos A: produtos de alta-rotação que representam 80% das vendas; 

• Produtos B: produtos de média-rotação que representam 15% das vendas;  

• Produtos C: produtos de baixa-rotação que representam 5% das vendas. 

Esta nomenclatura permite caracterizar os artigos segundo a sua importância para a atividade da 

empresa, sendo que os artigos com maior volume de vendas devem ser, à partida, alvo de uma análise 

mais cuidada. 

Análise XYZ 

Com o objetivo de caracterizar os produtos quanto a variabilidade das suas vendas, a análise XYZ é 

efetuada pelo cálculo do coeficiente de variação (CV) apresentado na equação 36.  

 𝐶𝑉 =
𝜎𝑃𝑟𝑜𝑐𝑢𝑟𝑎

𝑀é𝑑𝑖𝑎 𝑑𝑎 𝑝𝑟𝑜𝑐𝑢𝑟𝑎
    {  

𝑋
𝑌
𝑍

   
:
:
:
   

𝐶𝑉 < 0.5
0.5 ≤ 𝐶𝑉 < 1

𝐶𝑉 ≥ 1
      (36) 

Desta análise resultam três categorias distintas:  

• Produtos X: produtos de baixa variabilidade na sua procura; 

• Produtos Y: produtos de média variabilidade; 

• Produtos Z: produtos com elevada variabilidade.  

Tipicamente, a elevada variabilidade caracteriza séries temporais difíceis de prever com elevadas 

flutuações na procura verificada. 
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APÊNDICE 2 - INDICADORES E MÉTODOS ESTATÍSTICOS PARA A ANÁLISE DE SÉRIES TEMPORAIS 

Auto correlação 

A correlação é normalmente associada à dependência entre duas variáveis aleatórias, medindo a relação 

linear entre os valores desfasados de uma mesma série temporal. Os valores desfasados podem ser 

entendidos como valores precedentes ao momento em análise. Os coeficientes de auto correlação são 

calculados através da medição da relação entre valores desfasados (Hyndman e Athanasopoulos, 2018). 

Neste seguimento, o coeficiente 𝑅𝑘 mede a relação entre as variáveis 𝑦𝑡 e 𝑦𝑡−𝑘. 

  𝑅𝑘 =
∑ (𝑦𝑡 − �̅�)(𝑦𝑡−𝑘 − �̅�)𝑇

𝑡=𝑘+1

∑ (𝑦𝑡 − �̅�)2𝑇
𝑡=1

 (37) 

Onde 𝑇 representa o número de períodos contidos na série temporal em análise. Quando o valor do 

coeficiente ultrapassa um limite pré-definido, normalmente ±
2

√𝑇
, é considerado que existe uma auto 

correlação entre os valores separados pelo desfasamento definido. 

Sazonalidade 

Um componente sazonal está presente quando a série flutua de acordo com algum fator sazonal, tais 

como épocas festivas. A sazonalidade apresenta um padrão fixo, que se repete anualmente, conforme 

ilustrado na Figura 36 (Chaudhary, 2017). 

 

Figura 36 - Padrão de procura sazonal  

(Fonte: Chaudhary, 2017). 

Tendência 

A tendência encontra-se subjacente ao crescimento ou declínio de uma série temporal, normalmente 

num espectro a longo prazo (Chaudhary, 2017). Na Figura 37 encontra-se representada uma série 

temporal com tendência crescente. 
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Figura 37 - Padrão de tendência  

(Fonte: Chaudhary, 2017) 

White Noise 

O White Noise, normalmente referido como ruído, identifica-se quando um conjunto de valores ou uma 

série temporal completa não demonstram qualquer auto correlação. Nestes casos, verifica-se que os 

coeficientes de auto apresentem um valor próximo de zero, exceto algumas variações muito aleatórias. 

Na presença de White Noise os modelos estatísticos não conseguem explicar por completo a variação 

identificada no conjunto de dados (Hyndman e Athanasopoulos, 2018). 
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APÊNDICE 3 - DECOMPOSIÇÃO DE SÉRIES TEMPORAIS 

A decomposição de séries temporais é um método utilizado para a divisão das séries nas suas diferentes 

componentes: sazonalidade, tendência, ciclo e ruído (Hyndman e Athanasopoulos, 2018). Deste modo, 

torna-se posteriormente possível analisar cada uma das componentes em detalhe. 

Decomposição Aditiva ou Multiplicativa 

Na composição aditiva os dados podem ser descritos por: 𝑌𝑡 = 𝑆𝑡 + 𝑇𝑡 + 𝑅𝑡. Na composição 

multiplicativa os dados podem ser descritos por: 𝑌𝑡 = 𝑆𝑡  ×  𝑇𝑡 × 𝑅𝑡. 

𝑌𝑡 representa os pontos de dados das séries temporais, 𝑆𝑡  a componente sazonal, 𝑇𝑡 a tendência e 𝑅𝑡 

a componente restante, o ruído, durante um período 𝑡 (Hyndman e Athanasopoulos, 2018). A utilização 

de cada uma das versões está relacionada com a proporcionalidade entre o nível base da série temporal 

e a variação verificada nos padrões de tendência e sazonais. Se a sazonalidade e tendência não 

parecerem ser afetadas com diferenças no nível da série temporal, nestes casos é sugerida a utilização 

do método aditivo. Por outro lado, ao verificarem-se reações na tendência e sazonalidade por mudanças 

no nível, então uma decomposição multiplicativa é a ideal (Hyndman e Athanasopoulos, 2018). 

Decomposição Clássica 

A decomposição clássica segue um conjunto de passos, que apresentam pequenas alterações consoante 

se aplique o método aditivo ou multiplicativo. Hyndman e Athanasopoulos (2018) descrevem os passos 

a seguir para ambas as versões: 

1. Inicialmente para cada ponto da série temporal é calculada a média centrada, sendo atribuído 

um maior peso aos pontos mais próximos do período em análise, o que permitirá identificar a 

presença de um padrão de tendência; 

2. Remoção da componente de tendência. Se o método utilizado for o aditivo, deverá calcular-se 

𝑌𝑡 − 𝑇𝑡, caso seja o método multiplicativo, 𝑌𝑡
𝑇𝑡

⁄ ; 

3. Partindo da nova série temporal decomposta, calcular a média verificada para cada período. 

Numa base mensal, a sazonalidade do mês de junho é calculada pela média de todos os meses 

de junho presentes na série temporal, após a remoção da tendência. A componente sazonal é 

obtida através da fusão dos diferentes índices sazonais e normalização das componentes, de 

modo que a média de todos os indicies seja igual a 1; 
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Por fim, é possível obter o ruido através da subtração ou divisão dos componentes de tendência e 

sazonalidade. No método aditivo calcula-se: 𝑅𝑡 = 𝑌𝑡 + 𝑇𝑡 + 𝑅𝑡. Por outro lado, no método 

multiplicativo, calcula-se: 𝑅𝑡 =
𝑌𝑡

(𝑇𝑡+𝑆𝑡)
 . 
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APÊNDICE 4 - DASHBOARD DE APOIO À MONITORIZAÇÃO DAS PREVISÕES 

A dashboard de apoio à monitorização das previsões está dividida em três vistas principais: análise global 

da performance das previsões, análise por classe ABC/XYZ e análise ao nível dos produtos e famílias de 

produtos. De seguida são descritas as principais características de cada vista. 

Análise global da performance das previsões 

 

 

Figura 38 - Análises presentes na vista global da performance das previsões na dashboard de monitorização das previsões 

1) Filtros da dashboard: segmento do produto, análise ABC, grupo de conta (distingue se um 

produto é comprado ou fabricado), análise XYZ, período (pode ser definido ao dia), ano e SKU; 

2) Evolução da procura ajustada e das previsões históricas em valor; 

1 

2 

3 

4 
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3) Valor global do MAPE para os filtros estabelecidos, diferença no MAPE face a um objetivo pré-

estabelecido, evolução do MAPE para o período temporal estabelecido, MAPE por segmento de 

produto; 

4) Valor global do Bias para os filtros estabelecidos, evolução do Bias para o período temporal 

estabelecido, Bias por segmento de produto. 

Análise por classe ABC/XYZ  

 

Figura 39 - Análises na vista por classe ABC/XYZ na dashboard de monitorização das previsões 

1) Filtros da dashboard; 

2) MAPE e Bias globais para os filtros selecionados; 

3) MAPE por classe ABC/XYZ, Bias por classe ABC/XYZ, percentagem de vendas por classe 

ABC/XYZ, percentagem de SKUs e quantidade de SKUs por classe ABC/XYZ. 

1 

2 

3 
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Análise ao nível dos produtos e famílias de produtos 

 

Figura 40 - Análise por produtos e/ou famílias de produtos na dashboard de monitorização das previsões 

1) Filtros da dashboard; 

2) MAPE e Bias globais para os filtros selecionados; 

3) Apresentação dos SKUs e famílias de produtos, podendo ser ordenados de forma crescente ou 

decrescente tendo em conta o MAPE, o Bias, a procura ajustada ou a previsão histórica. 

 

  

1 

2 

3 
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APÊNDICE 5 - DASHBOARD DE APOIO AO S&OP 

A dashboard de apoio ao S&OP está dividida em três vistas principais: análise global do comportamento 

das previsões e da procura, análise às vinte famílias de produtos selecionadas para o S&OP e análise a 

todas as famílias de produtos. De seguida são descritas as principais características de cada vista. 

Análise global do comportamento das previsões e da procura 

 

 

Figura 41 - Análises da vista global do comportamento das previsões e da procura na dashboard de S&OP 

1) Filtros da dashboard, análise às vendas e previsões por DC e por classe ABC; 

1 

2 

3 

4 
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2) Percentagem de SKUs por classe ABC e desvios nas previsões, análise às vendas e previsões 

por segmento de produtos; 

3) Evolução da procura ajustada e previsões históricas para o trimestre selecionado; 

4) Evolução do MAPE para o trimestre selecionado e apresentação do MAPE por Segmento de 

produto. 
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Análise às vinte famílias de produtos selecionadas para o S&OP  

 

 

Figura 42 - Análises da vista das vinte famílias de produtos selecionadas na dashboard de S&OP 

1) Análise à procura e previsões em volume e em valor, sendo calculado o desvio absoluto e 

percentual, a percentagem de vendas do produto na DC Agrupada em análise e o preço médio 

de venda; 

1 

2 

3 

4 
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2) Análises semelhantes à do ponto 1, mas dividindo a procura e as previsões pelas DCs da DC 

agrupada; 

3) Análise global dos vinte produtos selecionados por DC; 

4) Análise às previsões dos trimestres futuros para a determinação de possíveis ajustes durante a 

reunião de S&OP. 
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Análise a todas as famílias de produtos 

 

 

Figura 43 - Análise da vista de todas as famílias de produtos na dashboard de S&OP 

1) Análise à procura e previsões em volume e em valor, sendo calculado o desvio absoluto e 

percentual, a percentagem de vendas do produto na DC Agrupada em análise e o preço médio 

de venda. Os produtos podem ser ordenados por qualquer das características apresentadas; 

2) Análises semelhantes à do ponto 1, mas dividindo a procura e as previsões pelas DCs da DC 

agrupada; 

1 

2 

3 

4 
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3) Análise global de todos os produtos por DC; 

4) Análise às previsões dos trimestres futuros para a determinação de possíveis ajustes durante a 

reunião de S&OP. 

 


